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Forord

Vi vill tacka vara handledare Anders Hildeman och Aila Sarkka for betydande stottning och ett
stort engagemang.

For projektet har tidslogg kontinuerligt forst individuellt per gruppmedlem. Aven en projektdag-
bok har forts pa veckobasis diar en gruppmedlem per vecka har summerat det utférda arbetet. Har
foljer en bidragsrapport som fortydligar gruppmedlemmarnas individuella prestationer.

Ansvarsfordelning

Gruppmedlemmarna har séllan haft aterkommande ansvarspunkter - daremot har arbetet delats
upp sa att vissa uppgifter har genomforts gemensamt i grupp och andra har delats ut till par eller
enskilda gruppmedlemmar. Ett ansvarsomrade strackte sig oftast 6ver en till tva veckor. Exempel
pa ett ansvarsomrade kunde vara att skriva en kodsnutt i R som skulle utfora en viss sak eller
skriva pa ett stycke i rapporten. Vilka som huvudsakligen jobbade med vad syns i styckena Metod
och implementation samt rapportskrivande.

Skrivande av dagbok gjordes veckovis i av alla gruppmedlemmar i roterande ordning.

Planering

Gruppen lade vecka till vecka upp en plan fér vad som behovde goras och fordelade sedan gemen-
samt arbetet sinsemellan. H&r bestdmdes ocksa arbetstider och att gora listor i Trello, ett web-
baserat planeringsverktyg, vilket mestadels skottes av Henrik. For rapportskrivningen skedde
mindre gemensam planering av vad som skulle goras och gruppmedlemmarna skrev nya stycken
eller fyllde befintlig text dar det ansags behovas.

Metod och implementation

Vilka metoder som skulle anvéndas diskuterades och beslutades gemensamt i gruppen. Sjilva
implementeringarna, i vart fall kodsnuttar i R, gjordes antingen i par eller enskilt. Tabellen nedan
visar de huvudsakliga implementeringar som varje person gjorde.

Metod Jonathan | Johan | Henrik | Hussein
Satta samma yttre och inre korsvalidering X X X

Testa olika modellfelsuppskattningar X X X
Dimensionsreducering (PCA och Backward stepwise) X X X X
Splittra data till tréaning och validering X X
Grundlaggande undersokning av data X X X X
Mojliggéra modeller baserat pa olika delméngder fran data X X
Generering av resultat och plottar till rapport X

Logistisk regression X X X
Visualisera korrelationen X
Skapa och testa linjarkombinationer av kovariater X X

Rapportskrivande

Tabellen nedan visar vilka personer som huvudsakligen har skrivit pa de olika kapitlen eller delka-
pitlen. Dock har samtliga gruppmedlemmar kontinuerligt last igenom alla delar i rapporten och
kommit med forbattringsforslag.




Kapitel Delkapitel Jonathan | Henrik | Hussein | Johan
Abstract X X X
Populérvetenskaplig X
Inledning Bakgrund X
Syfte X
Avgransningar X
Data X X X X
Teori och Metod Klassificering X X
Logistisk Regression X X
Modellfel X X X X
Standardisering X X
Dimensionsreducering X X X
Implementation av modellval X X
Undersokning av variationer... X X
Resultat X
Diskussion Dimensionsreducering och... X X X
Val av kroppsdel X X
Hantering av troskelvérde X X
Jamforelse med tidigare forskning X
Framtida utveckling X X
Slutsats X X
Appendix Jamforelse mellan alla... X
ROC-kurvor X
Matematisk forklaring... X X
Spridning av kovariaterna X




Popularvetenskaplig presentation

Att upptécka sjukdomen perifer neuropati hos personer som ar tidigt i sjukdomsforloppet har lange
varit svart eftersom det har saknats enkla och snabba metoder. Vi konstruerade en matematisk
modell som bygger pa méatningar av patienters svettningar pa vad eller fot for att avgéra om
patienten bér pa sjukdomen eller inte. Modellen presterade mycket bra, vilket innebér att tidigare
testmetoder kan komma att erséttas i framtiden.

Perifer neuropati innebér att en eller flera perifera nerver, vilket &r nervtradar som inte &r en
del av hjarnan eller ryggmérgen, inte fungerar som de ska. Symptom som uppkommer tidigt ar
stickningar och domningskéanslor i armar och ben. Senare uppkommer ofta allvarligare besvér som
avsaknad av kénsel eller forsvagade muskler. Orsaken till att sjukdomen uppkommer &r olika fran
fall till fall, vanliga exempel ar diabetes, cellgiftbehandling eller alkoholism. Det &ar sjélva orsaken
som avgor vilken behandling en patient ska fa - men innan det kan ske maste ldkaren fa reda pa om
patienten ens har perifer neuropati eller inte. De mest exakta metoder som anvédnds idag bygger
pa omfattande lakarundersokningar, vilka ofta férst paborjas nar patienten har haft besvar ett tag.
Forhoppningen med den nya testmetoden dr att den ska vara lika precis men enklare och mindre
tidskrdvande, sa att patienter redan i forsta lakarkontakten testas.

Det finns olika typer av neuropati beroende pa hur manga och vilka typer av nerver som paverkas.
I flera typer av perifer neuropati blir sma nervtradar som inte isoleras med ett holje av substansen
myelin tidigt paverkade av sjukdomen. Eftersom dessa typer av nerver paverkar svettningsfunk-
tionen kan onormal svettning tyda pa perifier neuropati.

Man kan aktivera svettning hos en patient med hjélp av en strom av d&mnen som stimulerar re-
ceptorer i svettkortlarna. I redan etablerade testmetoder har man bland annat férsokt uppskatta
hur mycket svett som produceras och sedan anvinda det for att avgora huruvida patienten har
neuropati eller inte. Den nya metoden &ar att istallet anvanda en specialtillverkad kamera som
filmar hela svettforloppet i hog upplosning. Det mojliggér mer information om svettningen &n vad
de tidigare metoderna kunde ge, exempelvis hur mycket svett varje separat svettkortel producerar
under testet.

I tidigare undersokningar har man sett en stor skillnad i svettforlopp fran patienter som lider av
neuropati mot kontrollpersoner. Det som vi istéllet fokuserade pa var att ta fram en matematisk
modell som anvdnde en métning fran den specialtillverkade kameran for att avgéra om méatningen
gjordes pa en frisk eller sjuk individ. Inspelningar med kameran utférda pa testpersonernas vader
och fotter anvindes, och resultaten tyder pa att métningar fran vaderna fungerar bést for att
upptécka personer som har sjukdomen.

Modellen anvénde stillbilder fran en inspelning med kameran vid tre olika tidpunkter under testet.
Fran varje bild berdknades ett antal matt som relaterade till hur mycket patienten svettades vid den
tidpunkten. Sedan anvédndes dessa utrdknade matt som indata till modellen. I det dataunderlag
som vi anvande fanns det dven information om personernas sjukdomstillstand, det vill siga om de
hade neuropati eller inte. Sjukdomstillstandet hade understkts med andra testmetoder &n métning
av svett. Nar modellen beriknades utnyttjades bade information man kénde till om svettningarna
fran de tre stillbilderna och om personernas sjukdomstillstand.

For att avgéra hur bra modellen fungerade i praktiken skickades bara de matt som beréknats
fran stillbilderna in till modellen, och informationen om sjukdomstillstandet var dolt. Modellen
gav 1 sin tur tillbaka ett svar hur sannolikt det var att personen som métningen gjordes pa hade
perifer neuropati. Modellsvaren jamfordes da med den kénda informationen om personens verkliga
sjukdomstillstand. Trots att den matematiska modellen som anvéndes byggde pa en relativt enkel
metod kunde den i 96 % av fallen korrekt avgora om en en inspelning gjorts pa en sjuk eller frisk
person - utan att alltsa kdnna till den informationen péa forhand.

Dock finns det en del arbete kvar att gora innan den nya metoden kan tillampas i varden. Ex-
empelvis behover man ta stallning till exakt vad man forvantar sig att den matematiska modellen
ska astadkomma. Det gar att justera metoden sa att den blir battre pa att korrekt ge svaret att
de &r sjuka for personer som lider av perifer neuropati - men da pa bekostnad av att fler som inte
bér pa sjukdomen felaktigt far svaret ar att de &ar sjuka fran modellen. Det gar ocksa att justera



sa att méatningar fran friska personer med stor sannolikhet bedéms vara friska - nackdelen blir da
att fler sjuka felaktigt fa svaret att de &r friska. Om syftet med testet framst ar att fanga upp
manga sjuka ar den forstndmnda bast, men om man istéllet vill filtrera ut de som sékert ar sjuka
fran resten skulle den senare vara att foredra.



Sammanfattning

Syftet med undersckningen var att avgora klassificerbarheten av patienter med perfier neuro-
pati baserat pa svettmonster med hjialp av logistisk regression. Var data inneholl tre grupper:
kontroller, neuropatiska och obekriftat neuropatiska, individer som missténks lida av neuropati
men dnnu inte fatt det bekriftat. De obekriftat neuropatiska anvéindes bara i traningméngden
och inte i valideringsméngden. Data som anvindes har métts pa fot eller vad.

Klassificerbarheten undersoktes for data uppmétt pa patienters fot, vad samt fér bada kropps-
delarna tillsammans. Undersokningen gjordes med tva korsvalideringar, en inre for att bestdmma
ett lampligt kovariatrum och en yttre for att avgora den faktiska klassificerbarheten.

Det béasta séttet att klassificera enligt undersékningen var att anvidnda data fran enbart va-
der och att anvdnda dimensionsreducering med principialkomponentanalys for 15 kovariater.
Med hundra simuleringar av var modell blev medelvirdet av arean under grafen fran recei-
ver operating characteristic-kurvan 0.96 med en standardavvikelse pa 0.01. Om de tva olika
klassificeringsfelen viirderades lika hégt och modellen designades sa att bada feltyperna hade
lika stor sannolikhet kunde den anvinda metoden klassificera med ca 10 % fel. Under un-
dersokningen fanns problem med att datamingden inneholl fa neuropatiska patienter. For
framtida forskning hade det varit intressant att utoka mangden sjuka.

Abstract

The purpose of this investigation was to determine the ability to classify peripheral neuropa-
thy patients based on data from sweat patterns using logistic regression. Our data contained
three groups: controls, neuropathics and individuals believed to be neuropathic but were not
yet confirmed. Subjects from the last group was only used as part of a training set and not
as validation set. The data was measured from calves and feet.

The ability to classify patients was examined by using data from feet, calves, or both. Our
investigation was conducted using two nested crossvalidations, one inner to determine the ap-
propriate dimensional space and one outer to evaluate the performance of the classification.

The best way to classify was determined to be on data from only calves with dimensionality re-
duction using principal component analysis from 15 covariates. With one hundred simulations
of this method the area under the curve for the receiver operating characteristic-curve was on
average 0.96 with a standard deviation of 0.01. If the two possible types of classification errors
were considered equal and the model was designed to have the same proportion of errors the
method was able to classify with only about 10% error. A problem during the investigation
was that the data being used had very few neuropathic patients. For future research it would
be interesting to expand the data to contain more neuropathics.
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1 Inledning

Perifer neuropati|l] dr ett generellt begrepp for dysfunktionalitet av en eller flera perifera nerver,
nervtradar som inte dr en del av hjdrnan eller ryggmérgen. Tidiga symptom #r exempelvis stick-
ningar och domningskénslor i armar och ben. Senare uppkommer allvarligare komplikationer sa
som avsaknad av kénsel eller férsvagade muskler. Den underliggande orsaken till besvéren &r oftast
helt individuell for varje fall, men vanliga exempel &r diabetes, cellgiftbehandling eller alkoholism.
Vilken typ av behandling som &r tillamplig beror helt pa orsaken till besviren. Eftersom tillstandet
forvarras med tiden dr det viktigt att behandling inleds sa tidigt som mojligt.

Det finns olika typer av neuropati beroende pa hur manga och vilka typer av nerver som paverkas.
I flera typer av perifer neuropati blir sma nervtradar som inte isoleras med ett holje av substansen
myelin, omyeliniserade nervtradar|2], tidigt paverkade av sjukdomen. Dérfér kan abnormitet i
funktionen hos de omyeliniserade nervtradarna indikera ett tidigt stadium av perifer neuropati. Da
svettkortlar stimuleras av omyeliniserade nervtradar kan métning av svettutséndring|3| anviindas
for att detektera abnormitet i funktionen, vilket da kan innebéra bade under- och 6verproduktion
av svett.

Idéen att méta svettutsondring har tillampats i flera olika varianter av tester. En av de mest
anvinda metoderna #r Quantitative sudomotor azon reflex test (QSART). Metoden gar ut pa
att forst stimulera svettkortlarna pa en liten yta med hjélp av en stréom av &mnen som binder till
receptorer i svettkortlarna. Darpa méts luftfuktigheten 6ver ytan som stimulerats for att uppskatta
volymen svett som produceras éver tid fran ytan. I en studie[4] visades det att 74% av 125 personer
som led av neuropati uppvisade anormala resultat pa QSART jamfort med en kontrollgrupp.

Provitera et al. [5] presenterade en modifierad variant av svettestet dér en specialtillverkad kame-
ra filmade svettningen i hég upplésning under 5 minuter. Denna metod ger &ven information om
svettningen hos varje svettkortel individuellt. Loavenbruck et al. [6] undersdkte resultat fran ka-
meratestet mer ingaende med fokus pa matten total svettning, svetthastighet per svettkortel samt
densitet av svettkortlar pa olika kroppsdelar. Det konstaterades att den storsta skillnaden mellan
kontrollgruppen och de neuropatiska personerna var som storst for stimuleringar pa vad och fot.
Dessutom visades det att jamfort med kontrollgruppen hade de neuropatiska ligre svetthastighet
per svettkortel i 90% av fallen pa vaden och 80 % av fallen pa foten.

Resultaten i Loavenbrucks undersokning tyder pa att personer med perifer neuropati uppvisar
resultat fran svettester som i hog grad ar skilda fran friska. Med den kunskap om maskininlérning
som numera finns lattillginglig kan det tidnkas att filminspelningar fran svettestet lampar sig for
att automatiskt bestdmma patientens hélsotillstand. Vi underscker darfor om det, med data fran
svettester, gar att ta fram en klassificeringsmodell som kan avgéra om en ny inspelning med
kameran fran ett svettest kommer fran en frisk eller neuropatisk person.

1.1 Syfte

Syftet ar att undersdka hur vil klassificeringsmetoder kan tillimpas for att identifiera patienter som
lider av perifer neuropati, baserat pa observationer med de 15 olika matten. Vi vill &ven ta reda pa
vilka métningar, utifran om de &r uppméitta pa vad, fot eller bada kroppsdelarna sammanslaget,
som lampar sig bést for klassificering.

1.2 Avgriansningar

Klassificering och maskininlérning ar breda omraden som omfattar fler relevanta metoder &n vad
som kunnat behandlas i detta projekt. Vi har valt att utga fran klassificeringsmetoden logistisk
regression som #r en relativt enkel metod, for att snabbt kunna utféra och fa forstaelse for klassi-
ficering. Vi har fokuserat pa att utforska olika varianter av logistisk regression for att hitta en sa
bra slutgiltig modell som mojligt for denna klassificeringsmetod.

Under arbetets gang fick vi tillgang till nytt filmmaterial av patienters svettproduktion som inte har
anvands. Detta material kom sa pass sent och for att kunna anvinda det hade de spatiella matten
behovts rdknas ut dven for dessa filmer sa att informationen skulle kunna anvindas tillsammans



med den andra datan. Hade vi haft mojlighet att generera ytterligare data fran dessa filmer sa
kunde det mojligtvis ha bidragit till en béttre klassificeringsmodell.

2 Data fran svettmonster

Arbetet har gjorts pa en dataméingd som bestar av fem olika spatiala matt utriknade fran de
bilder som tagits med Loavenbrucks kamera, pa nagon av forsokspersonens fotter eller vader. Data
kommer fran 401 filminspelningar av svettmonster fran 185 olika forsokspersoner, dir en inspel-
ning motsvarar en observation. Forsokspersonerna bestar av bade personer som lider av neuropati
och personer som inte gor det. For varje observation har de spatiala matten berdknats vid tre
olika tidpunkter: 1, 10 samt 30 sekunder. Ett spatialt matt for en viss tidpunkt bendmns hir som
kovariat och eftersom det finns fem matt vid tre olika tidpunkter finns det alltsa sammanlagt 15
kovariater.

De fem spatiala matten &r:
e WAF (Wetness Area Fraction): Andel area av bild som téicks med svett

e Intensity: Antal separata svettflickar som andel av den totala bildarean. (Da tva svettflickar
véxer ihop riknas de som en enskild flack)

e Avesize (Average Size): Den genomsnittliga arean av svettflickar pa en bild mitt i antal
pixlar

e CI300: Ett klusterindex dar hogt virde indikerar att svettflickar tenderar att existera néra
varandra och lagt virde indikerar att svettflickar &r utspridda. (Se definition i[C.0.1))

e Hazard Mode: Ett matt pa den genomsnittliga tomma ytan mellan flickar pa en bild (Se
definition i[C.0.2

For samtliga observationer noteras, forutom de 15 matten, &ven om patienten har neuropati eller
om denna tillhoér en kontrollgrupp med friska. Kontrollgruppen bestar av 120 personer fran vilka
det finns 301 observationer. 153 av observationerna i kontrollgruppen ar uppmiitta pa patieternas
vad och 148 pa deras fot. De personer som ér diagnostiserade med neuropati uppgar till 18 perso-
ner fran vilka det totalt finns 27 observationer, 18 pa vad och 9 pa fot. Gruppen neuropatiska &r
alltsa klart underrepresenterad. Det finns dven observationer fran 47 personer som sjilva uppgett
att de har symptom av neuropati, men som inte fatt diagnosen perifer neuropati bekriftad. An-
talet observationer fran den gruppen uppgar till 73 observationer, 45 pa vad och 28 pa fot. Dessa
observationer har klassificerats som neuropatiska, men da personernas tillstand inte dr helt sidkra
har de sérbehandlats fran de neuropatiska med bekréftad diagnos i samband med klassificeringen.
Tabell [1] visar en oversikt 6ver dessa observationer.

Sjukdomsstatus
Frisk | Bekréftat Neuropatisk | Obekréftat Neuropatisk | Totalt
Fot 148 9 28 185
Kroppsdel | vaq | 153 18 45 216
Totalt | 301 27 73 401

Tabell 1: Tabell som visar antalet observationer for de olika patienterna samt for de olika kroppsdelarna
métningar gjorts pa
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Figur 1: Visualisering av korrelationsmatrisen av kovariaterna. Bla indikerar negativ korrelation
och rod indikerar positiv korrelation. Ljusare farg innebér korrelation narmare 0.

Manga av kovariaterna har en stark korrelation till varandra, vilket kan ses i korrelationsmatrisen
i figur [I] Exempel pa korvariater med stark korrelation &r WAF, Avesize och Hazard mode. CI300
uppvisar daremot en relativt svag korrelation till de 6vriga.

For att jamfora de tre grupperna och se hur de beter sig med olika métningar, sa har vi skapat
laddigram som visar hur métningen pa kontroll, bekréftad neuropatiska och obekriftad neuro-
patiska sprider sig vilket vi kan se i figur 2] med tre olika typer av métningar. Fran figuren ser
vi tydligt att métningarna pa de obekriftade patienter ligger mycket nira pa de neuropatiska
patienter.
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Figur 2: Laddigram som visar hur olika kovariater sprider sig fér de olika patienter beroende pa deras
hélsoldge . I den vénstra figuren har vi WAFy1, mittersta har vi intensity ;; och hogra har vi CI1300¢1.



3 Teori och metod

Problemet som undersoktes var kortfattat att utveckla en metod for att forutsiga om nya obser-
vationer, med oként tillstand, kommer fran friska eller neuropatiska personer. Detta kan brytas
ned till 3 huvudsakliga delproblem: vilken klassificeringsmetod som skall anvéndas, hur valet av
kovariater som anvénds i klassificeringsmetoden genomférs samt hur modellens noggrannhet kan
uppskattas.

I denna del beskrivs hur klassificering och logistisk regression tillimpades. Modellfel uppskattades
med antingen korsvalidering tillsammans med AUC av ROC eller AIC.. Dimensionsreducering
gjordes med Stepwise Backward eller principalkomponentanalys.

3.1 Klassificering

I klassificeringsproblem vill man tilldela en observation av uppmiétta virden x; = (x;1,..., %)
till en av D diskreta klasser y; = ¢4 dédr d = 1,---,D [7]. For N stycken observationer ges
varje observation som en rad i en matris X = (xy,...,Xy)7 och motsvarande klasser ges som en

kolumnvektor y = (y1,...,yn)? enligt tabell [2| Varje vektorelement x;; motsvarar hér virdet for

en av k kovariater.

respons y kovariater X
Y1 ri1 ... Tk
YN TN1 .-+ TNk

Tabell 2: Matris for realiserad data dir en rad motsvarar en observation.

y kallas hér for responsvariabel och kan ses som en funktion av observationen x. I praktiken &r det
ofta omdjligt att hitta denna funktion exakt sa istéllet approximeras y med

g=rx),

dér f utgors av en klassificeringsmodell och g dr den estimerade klassen observationen x tillhor. I
vart fall har observationerna klassificerats beroende pa om métning utfors pa en neuropatisk eller
frisk person och dérfor har y tva mojliga klasser:

_ | 0 om observationen uppmétts pa frisk person
Y=1 1 om observationen uppmétts pa neuropatisk person

For att bestimma f(x) sa att den beskriver sambandet mellan x och y vil anviinds tidigare
uppmétta observationer dir den korrekta klassen #r kédnd. Dessa observationer med tillhorande
respons anvénds for att tréana klassificerningsmodellen, vilket innebér att f(x) anpassas till obser-
vationernas riktiga klasser.

3.2 Logistisk regression

Logistisk regression dr en klassisk och vil beprévad klassificeringsmetod [8]. Den utgar fran att
observationerna x och y kommer fran en stokastisk vektor y respektive en stokastisk variabel
Y och returnerar ett estimat av den betingade sannolikheten P (Y =1 | x = x). Att metoden
estimerar sannolikheten att observationen tillhér en viss klass istéllet for bara klassen gor att
metoden blir bade flexibel och tolkningsbar av anvindaren Logistisk regression kan dven anvéindas
for ett godtyckligt antal klasser men i vart fall racker det med endast klasserna frisk, Y = 0 och
neuropatisk, ¥ = 1.

Med logistisk regression vill man anvénda en linjér funktion av x for att beskriva P(Y =1 | x = x).
Samtidigt behover P(Y =1 | x = x) + P(Y =0 | x = x) = 1 gélla och det returnerade vérdet
fran modellen ska vara i intervallet [0,1] for att resultatet skall motsvara en sannolikhet [9]. Sa
PY =1]|x=x)= o+ f1z1...Bkxr dr nédvindigtvis inte en giltig modell. Istéllet antas det



linjéra sambandet gilla f6r logaritmen av oddsen av sannolikheten P(Y =1 | x = x), kallad logit,
vilket innebér att

P(Y =1|x=x)
1-PY=1|x=x)

logit = log(odds) = log ( ) = Bo+Bix1...Bray =

lOQ(l_P(Y:1|X:X)> —5()+;ﬁixi:>

1—P(Y:k|xzx)_eXp<BO+Zﬂixi>:>

i=1

exp (50 + Zle 51%)
1+exp (50 + Ele ﬁimi) .

glx):= PY =1|x=x)= (1)

Funktionen g(x) &r alltsa resultatet fran den logistiska regressionsmodellen. Sjilva modellantagan-
det i logistisk regression bygger pa att responsvariabeln for varje observation Y;, i = 1,--- , N foljer
en Bernoulli-fordelning. Y; antar alltsa véardet 1 med sannolikhet 7; och virdet 0 med sannolikheten
(1 —m) dar P(Y; = 1|x = z) = m;. Vi har att:

Y; ~ Bernoulli(m;),
P(Yl _ yi) _ ﬂ_g;!i(l _ 7_‘_i)l—yi (2)

For att uppskatta parametrna i 3 = (8o, f1, - - -, Br) anvinds mazimum likelihood-metoden, vilket
innebér att likelihoodfunktionen £(3) maximeras med avseende pa parametrarna 3. Likelihood-
funktionen beskriver hur troligt det ar att den observerade datan kommer fran en given distribu-
tion med parametrarna 8 och genom att maximera funktion ges de mest troliga virdena ﬁ Givet
observerad data xi,...,xy med tillhérande klasser yi,...,yny &r likelihoodfunktionen definierad

SOm
N N
B =[Po)=I[=" (-m) .
i=1

i=1

Ofta anvénds logaritmen av likelihoodfunktionen

N
= Zlog (7‘(?1 (1- Wi)lfy’:) (3)

da denna ofta har maxima i samma punkt som likelihoodfunktionen men &r enklare att optimera.
For att skriva som en funktion av parametrarna (3 anvinds (1)) och (2 .

ZIOg( 1_7T . y1> Zyzlo.gﬂ-z 1_yi)10g(1_7ri)

N
7Zyzlogﬂ_z*yzlog(lfﬂz)+10g 1*71—1 Zyllog(

=1

T >+10g(1m)

N k k
= Z Yi | Bo+ Z Bixij | —log | 1+exp | Bo+ Z Biij
=1 =1

=1

ddr vi i den sista likheten har anvint att (1 — ;) = For att maximera ¢(3) tas

1
1+exp(Bo+>_ Bx) *



gradienten fram och sétts lika med noll,

650+2?:1 Bizij
1+eﬁo+2f=1 Biwgj
f30+2§=1 Bi®ij

N
Dim1 Vi —

N Tie
} : paq — Til
i=1 Yili1 Bo+>F_. Biwgs
0=v() = i L
k
N €T Iip*leﬂo_'—z‘j:l Piwij
2 iz Yiip-1 Ly ePotEi—n Fimyy

vilket ger k stycken ickelinjéira ekvationer, lika manga som antalet kovariater i modellen. Lat varje
foop O
1

R p(yi = 1|x = z;.,B) . I matrisform kan V(¢) skrivas som:

V() =X"(y - p)

For att bestdmma B anvénds ofta Newton—Raphson algoritmen for vilken en iteration kan uttryc-
kas
new o -1
Brev =g —(V2(0) V()

V() = -XTWX

Dér V2(¢) ér hessianmatrisen och W = p(1 — p), och kallas for viktmatrisen [10]. Vi far:
g = (XTWX) ™ X"Wz

Dir z = X3°4 + W~!(y — p). Som begynnelsevirde brukar 3 = 0 anviindas. Algoritmen konver-
gerar eftersom log-likelihood funktionen &r konkav.

Med de erhéllna virdena pa B kan alltsi modellen estimera sannolikheten P(y = 1 | y = x). For
att klassificera observationer till en distinkt grupp, 0 eller 1, kan ett troskelvirde p* anviindas.
Klassificeringsmodellen kan da skrivas som

o) =nlghp) ={ § O 4 < (@

annars

dir g(x) betecknar modellen f6r logistisk regression vilken ger den estimerade sannolikheten for
att observationen kommer fran en neuropatisk. h(x, p*) betecknar klassificeringen som gors vilket
ar beroende av virdet pa p*. Troskelviardet p* kan alltsa ses som en ytterligare parameter till
modellen.

3.3 Uppskattning av modellfel

For att undersoka hur vil en trinad modell med logistisk regression g7 (x) fungerar kréivs matt som
kan anvindas for att dels jamfora modeller emellan samt beskriva modellens prediktionsférmaga.
Dessa matt kan beskrivas som estimat av en funktion

Err = L(Y, 97(x)) (5)

dir L kan viljas till olika funktioner och g7 (x) &r en modell vars parametrar har skattats med
n(T) antal observationer som finns i méngden 7 = {(y1,X1), (¥2,X2), ..., (Yn(7)> Xn(7)) }- Mangden
T benidmns hér som traningsméngd. L brukar viljas sa att ett litet véirde betyder att g7 &r en bra
prediktionsmodell for distributionen.



3.3.1 Trianings- och valideringsméingd

Nér parametrarna G hos modellen gr(x) skattas, ndr modellen tridnas, maximeras likelihood-
funktionen i ekvation med hjalp av traningsméngden. Parametervirdena B ar alltsa beroende
av observationerna i traningsmangden, men det &r inte garanterat att dessa observationer repre-
senterar den sanna distributionen. Modellfelet i ekvation syftar till att beskriva felet av en
godtycklig dragning fran den sanna distributionen, oberoende av vilka observationer som ingatt i
traningsméangden.

Det finns olika tillviigagangssiitt att berdkna ett vintevirdesriktigt estimat av ekvation . Om
observationer (y;,x;) € 7 anvinds for att estimera Err kommer de i de flesta fall att ge ett bias
och det verkliga felet underskattas|10]. Detta eftersom modellen dr optimerad med avseende pa
traningsméngden. Om det finns mycket data dr uppdelning av observationer till tréaningsméngd
och méngden som anvénds for felestimering, valideringsméngd, en vanlig metod. Det innebér att
observationer antingen tillhor traningsméingden 7 och anvénds for parameterskattning, eller att
de tillhor valideringsméngden for att estimera felet. Modellfelet estimeras da genom

Err = L(y, g7(X)) med X = (X,,(7) 41, - Xn) " 0ch y = (Yn()515 - yn) T

Med en slumpvis vald trédnings- och valideringsméngd blir d& observationer som anvénds for traning
och validering oberoende av varandra.

3.3.2 Receiver Operating Characteristic (ROC) och Area Under Curve (AUC)

En modell med logistisk regression som fungerar bra kommer att ge sma sannolikheter fér obser-
vationer fran friska personer (y; = 0) och stora sannolikheter fér observationer fran neuropatiska
personer (y; = 1). Genom att vélja

LY, 97(x)) = 1= P(97(Xa) < 97(X0) | Ya = 0,Yy, = 1) = P(g7(Xa) = 97(x0) | Yo = 0,Y} = 1() |
6

dér (xa,Ya) och (xs,Ys) dr tva oberoende dragningar fran distributionen, uppskattas modellens
forméaga att separera klasserna [11]. En fordel med detta matt pa modellfel &r att det beskriver hur
vil modellen klassificerar utan att p* behdver bestdmmas pa forhand. Darfor anvindes det bade
for att jamfora modeller sinsemellan samt for att utvirdera klassificeringsférmagan hos enskilda
modeller. Detta gjordes med hjilp av arean under kurvan, forkortat AUC, for en sa kallad Receiver
Operating Characteristic (ROC).

For att forenkla beskrivningen av klassificeringsresultat kan en forvirringsmatris anvéndas, vars
utseende visas i tabell 3] Dér kan man se modellens klassificeringar i relation till dess korrekta
respons samt hur manga ganger varje mdéjligt utfall intriffat. Till exempel ges virdet for false
positive, F'P, av indikatorfunktionen 1(f(x;) = 1,4; = 0) som beskriver hur manga observationer
som klassificerats som neuropatiska dér patienten faktiskt varit frisk.

Korrekt respons

Positiv Negativ

Positiv | True Positive (TP) | False Positive (FP)

1(f(xi)=Lyi=1) | 1(f(x:) =1, =0)

Predikerad
respons

Negativ | False Negative (FN) | True Negative (TN)
H(f(x) =0,y; =1) | 1(f(x;) =0,y; =0)

Tabell 3: Schematisk forvirringsmatris.

Lat TPR och FPR sta for True Positive Rate samt False Positive Rate. T PR beskriver andelen



observationer fran neuropaatiska patienter som modellen klassificerat korrekt

TP

TPR= —
R=Tpr N

medan F' PR beskriver andelen observationer fran friska patienter som modellen klassificerat som

neuropatiska
FP

~ FP+TN’
En bra klassificeringsmodell kdnnetecknas av hog T PR och lag F'PR.

FPR

Recieving Operator Characteristic-kurvan, ofta forkortad ROC-kurva ér en vélanvdand metod for
att utviirdera troskelvirdesberoende binér klassificering [12]. Metoden baseras pa att se hur TPR
fordndras for olika nivaer av FFPR. For att astadkomma detta ses TPR och F PR som funktioner
av troskelvardet p*;

y'-y _y' - h(g(X),p")

R ™ st
o Ine ="y (Ao —y) - h(g(X),p*)
FPR®) = =T = Tvm -y

dar g(X) &r resultatet fran var logistiska regressionsmodell och h(g(X), p*) &r klassificeringen gjord
med troskelvardet p* givet realiseringarna i X och motsvarande responsvérden i y.

For nagot bestimt virde av respektive funktion ger inverserna TPR~!(p*) och FPR™(p*) ett
troskelvarde p* vilket gor det mojligt att uttrycka den ena funktionen som en funktion av den
andra. Genom att anta ett bestdmt virde s pa FFPR kan da T PR uttryckas som

ROC(s) =TPR(FPR™'(s)), s€l0,1].

ROC-kurvan kan anvéndas for att visualisera hur vil klassificeringen lyckas separera klasserna med
olika troskelvérden p* [10] och arean under denna kurva, AUC (Area Under Curve), kan anvéndas
till att estimera Err i ekvation @ Modeller utvéarderas alltsa med hjilp av

1
Brr—f—1-AUC=1- / ROC(s)ds 1)
0

som antar virden mellan 0 och 1. Vid Err = 0.5 eller storre ér klassificeringen inte tillforlitlig
alls, eftersom slumpmaéssiga gissningar kommer ge lika bra eller béattre resultat. Ju ndrmare Err ar
1, desto tillforlitligare dr klassificeringen|12]. For att ekvation skulle ge ett vantevardesriktigt
estimat av ekvation (6)) anvindes enbart valideringsméngden for att ta fram ROC(s) samt dess
motsvarande AUC.

3.3.3 Akaike information criterion (AIC)

Det finns metoder for att uppskatta modellfelet Err utan att anvinda valideringsméngd. Det krévs
da ett matt pa hur mycket information som gar forlorad da ¢g(X) anvinds for att approximera Y.
En funktion som kan viljas som matt pa modellfel ar da

L(Y,g7(x)) = —2E7E, [log P (Ya|g97(Xa))] (8)

[13], dér (xa,Ya) &r en observation fran stickprovet a, vilket dr oberoende av tréningsméngden
T. Akaike visade 1973 att det maximerade likelihood-virdet var en approximation av ekvation
med en bias ungefir lika stor som antalet kovariater k [13]. Detta gav upphov Akaike Information
Criterion (AIC)[14] och skrivs:

AIC = 2k — 2¢.



dér £ &r log likelihood-funktionen for modellen som ges i ekvation (3)) anpassad pa triningsméngden.

For att AIC skall estimera ekvation perfekt krivs ett oéndligt stort stickprov. Detta innebér
att AIC ar en bra approximation om N &r stort relativt k. Om ett litet stickprov anvénds (% <
40)[13] bor istdllet AIC. anvindas. AIC. #r AIC med en andra ordningens korrekturterm for liten

stickprovsstorlek och lyder

2% (k + 1)

Err:AICC:2k72€+N_k_1

dér k &r antalet kovariater for den modell som har flest kovariater|13]. Da max(%) < 27 for
projektet har AIC, anvénts for att jamfora modeller med olika antal kovariater.

3.4 Standardisering

Standardisering gors for att traningen av klassificeringsmodeller inte skall paverkas av kovariaters
olika skalning. Om kovariater har vildigt olika medelvérden och varians kan detta annars férdréja
eller helt forhindra att modellens uppskattning av koefficienter konvergerar. Detta pa grund av att
manga optimeringsalgoritmer, sa som Newton-Raphsonalgoritmen|10], utforskar sin kostnadsfunk-
tion stegvis med en konstant steglingd for alla variabler.

Lat X, ; vara en kolumnvektor med vérden for en kovariat i for alla givna observationer X. Normalt
sitt utfors standardisering genom att data transformeras med formeln

X*,i _K*,i
S(X*,Z) ’

dir X, ; ér kovariatvirdenas stickprovsmedelvirde och s(X, ;) dess stickprovsstandardavikelsen.
Den transformerade datan har da medelvérde 0 och standardavikelse 1.

Om ett dataset har kraftigt avvikande viirden, s.k. outerliers, kan dessa komma att paverka stan-
dardiseringen da bade X, ; och s(X, ;) &r kénsliga f6r kraftigt avvikande véirden. Eftersom det
finns outliers i var data for ett antal kovariater (se figur [2)) gjordes standardisering enligt

X*,i - m<X*7z)
MAD(X,.)

dér m(X., ;) dr medianen och MAD(X, ;) star f6r Median Absolute Deviation som uttrycks

MAD(X, ;) = median (X, ; — m(X.;)) .

3.5 Dimensionsreducering

Da antalet kovariater k& dr manga kan det finnas anledning att forscka viilja bort vissa, eller pa
andra sétt minska antalet parametrar som skall estimeras. De tva framsta anledningarna ar att
6ka modellens prestation genom att undvika dvertraning och att géra modellen mer tolkbar [14].

Om det finns ett logistiskt samband mellan X och y och antalet observationer N >> k sa kom-
mer modellens uppskattade parametrar ha bade lagt bias och lag varians. Om diremot N inte &r
mycket storre dn k sa kommer de skattade parametrarnas varians att oka och modellen 6vertrinas,
vilket leder till att den inte presterar vil pa ny data. Da N < k #r klassificeringsproblemet linjért
obestdmt och det saknas da en bésta uppskattning vilket #&ven innebér att parametrarnas vari-
ans blir odndlig|14]. Antalet observationer &r fo6r var data alltid storre dn antalet kovariater, men
forhallandet kan dnda forbéttras sa att N >> k genom dimensionsreducering. Detta géller speciellt
da t.ex. bara métningar fran fot anvénds, eftersom N &r mindre i ett sadant fall.

Genom att minska antalet kovariater kan alltsa variansen av de skattade parametrarna minskas.
Problemet &r att om alla kovariater innehaller unik och relevant information foér klassificeringen



kommer en reducering av antalet dimensioner 6ka modellens bias. Detta &dr vad som kallas for
the bias variance tradeoff |10]. Utmaningen med dimensionsreducering handlar alltsa om att, om
mojligt, representera data med firre kovariater pa ett sétt som samtidigt behaller det mesta av
den relevanta informationen. De metoder vi anvént for att reducera antalet dimensioner tas upp i
detta kapitel.

3.5.1 Principalkomponentanalys (PCA)

Principalkomponentanalys (PCA) &r en metod som ofta anvinds da man har flera korrelerade
kovariater, for att representera X av observationer som ett mindre antal linjdra kombinationer av
de givna kovariaterna|l4]. Dessa linjira kombinationer, dven kallade principalkomponenter viljs
sa att sa mycket varians som mdojligt behalls i X efter transformationen. Metoden reducerar alltsa
dimensionen av X utan att férhoppningsvis tappa relevant information vilket kan resultera i en
béttre klassificering. De nya kovariater som returneras av metoden, principalkomponenterna, ar
dven helt okorrelerade vilket ocksa kan ge bittre resultat nér klassificeringsmodeller ska anpassas
till data X.

Observationerna x;, 4 € [1, N]iX kan ses som ett punktmoln 12
i R . Principalkomponenterna &r ett uppsattning ortogo- 10
nala vektorer déir den forsta komponenten motsvarar den
riktning med storst spridning i X, den andra komponenten
motsvarar den ortogonala riktningen med nést storst sprid-
ning, och sa vidare till den sista komponenten som motsvarar 4
den ortogonala riktningen med minst spridning. Ett exem- 2
pel pa beriiknade principalkomponenter for punktmoln IR?
kan ses i figur

Kovariansen mellan alla kovariater kan sammanfattas i en 4
k x k-matris, kovariansmatrisen, hir betecknad ¥. Genom
att se en observation som en vektor av stokastiska variab-
ler, x = (K1, Ko, ..., K;)T, &r ett element i kovariansmatri-
sen

Figur 3: Punktmoln i IR? med

¥, =Cov(K;, K;)=E [(K2 — ux,) (Kj — NKj)] dess tva principalkomponenter. Bild
hiamtad fran Wikipedia. E'
[15]. Med de realiseringar av viirden pa kovariater som finns

1 X estimeras elementen med

N
1 J—
DA N -1 ; ::1 (Xni = Xui) (Xnj — X )

dir X, ; motsvarar medelvirdet for kolumnen i i X och siledes ett estimat fér E [K;]. Egenvek-
torerna for X, sorterade fran storsta till minsta korresponderande egenvirde, motsvarar principal-
komponenterna zi, za, ..., 2 av X [16]. z; dr da den principalkomponent dér dess riktning dr den
storsta variansen for observationerna i X, zo den nést storsta och sa vidare.

Sjélva dimensionsreduceringen gjordes med ett underrum av principalkomponenterna. For att forst
hitta matrisen med samtliga k principalkomponenter, hér kallad rotationsmatrisen Z:

Z=z1,29,..., 2k,

berdknades den utifran observationerna i triningsméangden. Samtliga observationer, i bade trianings-
och valideringsméngd transformerades sedan till matrisen T enligt

T=X.7Z.

Direfter trinades och validerades modeller med de 4 forsta komponenterna for i € (1,2;...,k).
Detta innebar k iterationer déir en kolumn i T anvindes i den forsta iterationen, tva kolumner i
den andra, tills alla kolumner anvéndes i den sista iterationen. Det antalet principalkomponenter
som gav det minsta modellfelet Err valdes som den bésta varianten.

ILicenserad med Creative Commons Attribution 4.0 International https://creativecommons.org/licenses/by/
4.0/
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3.5.2 Stepwise selection

Stepwise selection &r ett iterativt tillvigagangssitt for att vélja bort kovariater da en klassifice-
ringsmetod trénas flera ganger och for varje gang tas antingen en kovariat bort eller laggs till. Det
finns olika séitt att implementera metoden Vid backwards stepwise selection &r alla kovariater med
till en borjan och succesivt tas den kovariat bort som har minst paverkan pa det uppskattade felet
i modellen. I forward stepwise selection sker processen i omvand ordning. Klassificeringsmodellen
trénas forst med alla kombinationer av endast en kovariat och behéller sedan den som har storst
paverkan pa felet. Detta upprepas for nésta kovariat och modellen ldgger succesivt till den av de
kvarvarande kovariaterna som har storst paverkan pa felet.

Det gar teoretiskt att testa alla mojliga kombinationer av kovariater och da skulle det ocksa ga att
hitta den optimala kovariatuppséttningen for klassificeringsmetoden med den givna datan, men
ofta dr det inte berdkningsmaéssigt praktiskt att soka igenom hela utfallsrummet av kovariatkom-
binationer. Stepwise selection &r ett berikningsméssigt effektivare sétt att hitta en tillrdkligt bra
kombination av kovariater.

Enbart backwards stepwise selection anvindes och implementerades enligt foljande:
1. Fran borjan har man den totala mingden av kovariaterna A = {vy,--- , vt}
2. Erriprq miéts (med AIC eller AUC) med samtliga kovariater.

3. En kovariat v; véaljas bort fran kovariatméngden och felet Err i franvaro av denna kovariaten
mats.

4. Steg 3 upprepas med alla kovariater ¢ = 1,--- k. Man sparar de k olika Err.

5. Vilj indexet ¢ for det minsta Err; med (i = 1,--- ,k) och ta bor det motsvarande vs; fran
maéangden A, eftersom den tillfér modellen med det minsta forbéttringen.

6. Méngden A uppdateras till A = {vq, -+ ,v;-1, V41, Uk}
7. Stegen 2-6 upprepas tills det blir en kovariat kvar i médngden A.

8. Den modellen med det minsta Err; dér ¢ = 1,--- | k viljs som béasta modellen.

3.6 Implementation av modellval

For att kunna avgora hur vl logistisk regression kunde separera gruppen neuropatiska fran kon-
trollgruppen, dvs validera logistisk regression som modell, uppskattades modellfelet med hjélp av
-AUC av ROC f6r valideringsméngden baserat pa en modellparametrar skattade med tréningsméngden.
I logistisk regression behovs kovariatrummet forst vara reducerat innan parametrar kan skattas,
dérfor foregicks modellvalideringen av modellurval déar en dimensionsreduceringsmetod anvindes
for att hitta ett lampligt kovariatrum.

3.6.1 Uppdelning till trining och validering

Responsen i observationer antas vara beroende av personen som métningarna gjorts pa. I var data
finns det flera observationer av samma personer. Déarfor skulle inte en slumpmaéssig uppdelning mel-
lan tranings- och valideringsdata nédvéndigtvis kunna betraktas som tva oberoende dataméngder.
Nér observationerna delades upp till tréanings- och valideringsméngd lades dérfor alla observationer
fran en person i samma grupp.

Om medelvirdet for responsvariabeln Y &r lika i bade trianings- och valideringsméngd innehaller
de bada mingderna samma andel friska och sjuka vilket tenderar att ge ldgre varians i valide-
ringsresultatet och modellanpassningen blir battre &n om andelen friska respektive sjuka skiljer
sig kraftigt mellan grupperna [17]. For att astadkomma detta gjordes en stratifierad uppdelning
dér observationer fran kontrollgruppen och de bekriftat neuropatiska delades upp i validerings-
och traningsméngd separat. Eftersom vi dessutom ville undvika ett beroende mellan trénings- och
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valideringsméngd gjordes uppdelningen med avseende pa antal personer istéllet for antal observa-
tioner. Konsekvensen av detta blev att stickprovsmedelvirdena av Y i de olika grupperna inte blev
fullsténdigt identiska da antal observationer per person skiljer sig nagot.

De observationer som anvindes for validering var fran personer i kontrollgruppen och gruppen
av bekriftat neuropatiska. Observationer fran de obekréftat neuropatiska anvéndes aldrig som
valideringsméngd, men i vissa fall i traningsméngden.

3.6.2 Korsvalidering

Ett problem med uppdelningen till traning- och valideringsméngder for denna data ar att antalet
observationer &r starkt begrénsat, sérskilt for bekraftat neuropatiska personer. Det innebér att
risken #r stor for att fa neuropatiska personer hamnar i valideringsméngden, vilket i sin tur leder
till att estimaten av modellfelet far hog varians och blir opalitliga. Darfor anvindes korsvalidering
for att dela upp data till tréning och validering, vilket mojliggor att alla observationer kan anvéndas

till Validering .

Tillvagagangssattet for korsvalidering &dr att forst fordela alla observationer till P olika delméngder
som vi kallar mappar. En observation forekommer endast i en av mapparna, och antalet obser-
vationer i de olika mapparna dr ungefir samma. Triningen och valideringen itereras sedan P
ganger. | varje iteration utgor en av mapparna valideringsméngden, medan resterande mappar
utgor traningsméangden. En mapp utgor valideringsméngd endast i en av iterationerna . 1 ﬁgur
visas en iteration av korsvalidering med P = 4, nér andra mappen anvéndes som valideringsméangd
och observationer i resterande mappar anvénds som tréaningsméngd.

1 3 4

Traning Traning Traning

Figur 4: De olika mapparna som anvénds for tréning och validering, vid den andra iterationen. Varje ruta
innefattar en mapp med observationer. Traningsméngden utgors av alla observationer som finns i gula
mappar, medan valideringsméngden enbart innehaller observationer fran den andra mappen.

Uppdelningen till mapparna gjordes enligt dér antalet personer i en mapp fran en klass
motsvarade 1/P av de olika personerna fran klassen. Eftersom alla personer inte stod for exakt
lika manga observationer blev storlekarna pa de olika mapparna nagot varierande.

Det har visats att om P valjs till ett virde mellan 2 och 5 far valideringsresultaten en hogre varians
dn om P valjs till 10 . Samtidigt blir variansen hogre da P viljs for stort, i extremfallet P = N
blir variansen hégre &n om P = 5. Dérfor ar 5 eller 10 vanliga val av P.

Eftersom antalet observationer fran de bekriftat neuropatiska &dr mycket fa anvindes P = 4.
For vissa fall, t.ex. da bara observationer uppmétta pa fot undersoktes, hade ett storre virde
pa P inneburit att valideringsméngden ibland bara innehallit endast en observation fran klassen
neuropatiska. Precis som i fallet P = N skulle da troligen variansen av resultatet bli stor dven for
P >5.

3.6.3 Yttre korsvalidering

Implementationen med korsvalidering syftade till att uppskatta felet av en modell med para-
metrar och dimensionsreducering. For att hitta vilken dimensionsreducering som bést passade
traningsméngden behdvdes dven da modellfel uppskattas. Darfor delades implementationen upp
till tva valideringar: en yttre validering nir modellfelet hos modeller som genomgéatt dimensionsre-
ducering testades, samt en inre validering som returnerade vilken dimensionsreducering som skulle
anvindas i den yttre valideringen.

12



Den yttre korsvalideringen anvandes for att undersoka hur bra logistisk regression som modell kun-
de tillampas for att skilja klasserna. For varje iteration av korsvalideringen beriknades parametrar-
na till en modell baserat pa ett kovariatrum bestédmt av en inre korsvalidering pa traningsméangden.
Innan modellen trédnades standardiserades tranings- och valideringsméngderna enligt med
virden pa median och MAD fran tréaningsméngden. Modellparametrar skattades sedan med hjilp
av trianingsdata, och validering genomférdes genom att applicera denna trinade modell pa den
standardiserade valideringsméngden.

Med
9r(1)

g = | 9k(5)

9k(N)

dér (i) motsvarar mappen som observation i tillhor och g,,;) &r den modellen som har anpassats
av traningsmingden (dvs alla mappar forutom x(i)) anges felet for modellerna g som bestéms
genom korsvalideringen bendmns héir som CV(g).

Efter att alla iterationer av den yttre korsvalideringen korts anvindes alla modeller framtagna
genom inre korsvalidering genom

CV(g) =1 — AUC (9)

AIC, anviindes inte hir eftersom mattet mer beskriver hur vil modeller passar observationerna
snarare dn att beskriva hur vil klassificeringen med modellen blev.

3.6.4 Modellurval i inre validering

For att hitta ett lampligt kovariatrum baserat pa traningsméingden anvindes inre korsvalide-
ringen dar dimensionreduceringsmetoderna Backward Stepwise Selection eller PCA
anvindes. Backwise Stepward Selection gav en méingd med kovariater medan PCA gav ett antal
principalkomponenter.

I varje varv av nagon av dimensionreduceringsmetoderna gjordes en ny uppdelning av tréaningsméngd
till fyra mappar och fyra valideringsiterationer genomfordes. Modellfelet CV uppskattades antingen
som i @D eller med

CV(g) = AIC..

Hir testade endast en modellvariant g, eftersom AIC. berdknas utan korsvalidering. Den kovari-
atméngden respektive de m forsta principalkomponenterna, beroende pa dimensionsreducerings-
metod, som gav minst virde for nagot av dessa matt anvéndes sedan i yttre korsvalidering. Inre
korsvalidering med PCA exemplifieras i figur

13



) @ Bestiam g¢,(z) med M=m
N\ I
/o N\
Yttre korsvalidering w(m) = 1| x(2) = 2| w(z) = 3 .}@ fof@ikn‘? !;,1(75)4
or 5 K(z) =

\ - J
©)

Inre korsvalidering
I I I
M=14 Ny up;idelning i& korsvallidering — CV(gM:M)

| | |
M=1 Ny uppdelning & korsvalidering [ — CV ( 9y— 1)
| | |

@ Vil m; CV(gy=m) = min{CV(gy1);-,CV(gar1s) }
I

Figur 5: Inre korsvalidering dd PCA anvinds som dimensionsreducering och observationer z;k(z) = 4
anvinds som valideringsméngd. 1. Tréningsméngd, z;k(z) # 4, anvéinds till modellurval. 2. Det antal
komponenter m som ger ldgst fel i inre korsvalidering viljs och skickas till yttre korsvalidering. 3. Para-
metrar for g_4 skattas med hjilp av samma data som anvénts i inre korsvalidering och antal komponenter
m fran inre korsvalidering. 4. Modellfel av g_4 uppskattas med hjéilp av valideringsméngd.

3.7 Undersdkning av variationer i implementation

Metoden for klassificering med logistisk regression testades i flera variationer med avseende pa fyra
olika aspekter:

1. Vilka observationer som anvindes beroende pa vilken kroppsdel métningarna ér gjorda pa:
vad, fot eller dessa kombinerade.

2. Med eller utan observationer fran neuropatiska personer vars diagnos inte faststéllts i traningsméngd.
3. Metod for dimensionsreducering: ingen, PCA eller Backward Stepwise Selection

4. Metod for modelljimforelse i inre korsvalidering ndr nagon dimensionsreduceringsmetod
anvandes: korsvalidering och AUC eller AIC,

Alla mojliga kombinationer provades, vilket totalt uppgar till 30 stycken.

3.7.1 Observationer grupperat per kroppsdel

Modeller med observationer fran tre olika méngder baserat pa vilken kroppsdel de uppmétts pa tes-
tades. De tre observationsméingderna var observationer fran enbart vad, observationer fran enbart
fot eller observationer fran bada. For var och en av médngderna anvindes samtliga observationer i
méangden for bade modelltréning och validering.

3.7.2 Obekriftat neuropatiska i tréaningsmingden

Samtidigt som det fanns vildigt fa observationer fran neuropatiska personer som fatt en be-
kriftad ldkardiagnos var dessa observationer ofta lika de neuropatiska som inte hade en bekréiftad
likardiagnos. De som inte hade en bekréiftad diagnos ansags for oséikra for att uppskatta modellfel
med, men eftersom de var sa pass lika de bekriftat neuropatiska testades modeller som trinats
med de bekriftat neuropatiska i traningsméngden. For dessa modeller blev antalet observationer
fran neuropatiska i triningsméingden markant fler. Fér exempelvis fot bestar da traningsméingden
av drygt 30 observationer istéillet fér knappt 7, vilket troligen fangar mer av distributionen.
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3.7.3 Unders6kning av modellvarianter

For att kunna testa de 30 olika kombinationerna av tillvidgagangssitt upprepades den yttre kor-
svalideringen 30 ganger for varje kombination. Upprepningarna gjorde att varje resultat kunde
representeras med en distribution, vilket béttre representerar modellens verkliga prestation [17].
Oversiktlig pseudokod av hur resultat genererades syns i figur

for koérning i 1:30
for kroppsdel i [fot, vad, badal
for traningsméngd i [med observationer fran neuropatiska utan diagnos,
utan observationer fran neuropatiska utan diagnos]

korsvalidera modell med kroppsdel & trédningsmingd utan dimensionsreducering
berdkna och spara AUC

for metod i [PCA, Stepwise backward selection]
for matt i [AICc, al
korsvalidera modell med kroppsdel, tréningsmingd, metod & matt
berédkna och spara AUC

Figur 6: Pseudokod for resultatgenerering av de olika kombinationerna av modellvarianter som testades

4 Resultat

Med hjilp av de upprepade yttre korsvalideringarna som kérdes enligt [3.7] undersokte vi forst vil-
ken dimensionsreduceringsmetod och uppskattning av modellfel som gav bést resultat. Vi tittade
separat pa de modeller som trinades utan respektive med observationer fran neuropatiska utan
bekriftad diagnos. Overlag var prestationen lika mellan olika dimensionsreduceringar, men PCA
med AUC som modellfelsuppskattning var nagot béttre for de utan obekraftade neuropatiska i
traningsméngden. De dimensionsreduceringar och modellfelsuppskattningar som gav bést for re-
spektive kroppsdel anvéndes for att undersoka hur de olika kroppsdelarna presterade mot varandra
och hur resultatet fordndrades for olika virden av troskelvirdet p* (se ekvation ) Hér var det
tydligt att vad var den kroppsdel som presterade bést.

Att anvinda PCA som dimensionsreduceringsmetod och korsvalidering for uppskattning av modell-
fel gav hogst AUC bland de modeller som tranades med observationer fran friska och neuropatiska
med bekréiftad diagnos for vad respektive fots. Detta kan ses i figur [l Att modellen gav hogst
AUC innebér att den ocksa gav ligst Err enligt ekvation @ PCA med AUC gav ett markant
hogre medianvérde jamfért med de andra varianterna som testades (inget modellurval, stepwise
backward med AICc eller AUC och PCA med AICc) for bade vad (0.91) och fot (0.72). Foér mo-
deller trinade med observationer uppmétta pa bade vad och fot presterade samtliga varianter av
modellurval valdigt lika med en liten varians och medianvérden strax under 0.9.
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Utan obekraftat neuropatiska
Vad Fot Vad och fot

T o

o o ° . o

2 2 2

Z 0.7 Z 0.7 Z 0.7
0.6 0.6 0.6

0.5

E3 Ingen B3 PCA, AIC B3 PCA, AUC + Korsvalidering

Inre validerin
9 B3 Stepwise backward, AIC B3 Stepwise backward, AUC + Korsvalidering

Figur 7: Ladogram av AUC for olika varianter av modellurval for modeller tranade med friska och neu-
ropatiska med bekriftad diagnos. I vinster delfigur anviindes enbart observationer fran vad, i mittersta
delfiguren endast fot och i hoger delfigur anvéndes bade vad och fot. Varje ladogram visar resultaten av
30 yttre korsvalideringar. De réda stecken visar AUC = 1.0 vilket innebér en perfekt anpassning och AUC
= 0.5 vilket motsvarar slumpvis gissning.

Samma jamforelse gjordes fér modeller som tranades med dven de obekréftat neuropatiska och
resultaten blev nagot annorlunda, vilket askadliggors i figur [§] Samtliga varianter gav hogre medi-
anvirden av AUC, men prestationen de olika varianterna emellan var mer lika varandra for samtliga
kroppsdelar. For vad respektive fot gav PCA med AIC hogst medianvirde, 0.96 for vad och 0.90 for
fot. For modeller med bade vad och fot gav PCA med AUC det hogsta medianvérdet 0.92.

Med obekréaftat neuropatiska
Vad Fot Vad och fot
1.0 1.0 1.0

Ry —

.
] * * $
O 091 O 091 + © 091 +
2 2 2
< < <
o
.
0.84 0.84 0.84
[ ]
E3 Ingen E3 PCA, AIC B3 PCA, AUC + Korsvalidering

Inre validerin
9 BS Stepwise backward, AIC B3 Stepwise backward, AUC + Korsvalidering

Figur 8: Ladogram av AUC for olika varianter av modellurval for modeller trénade med friska och neu-
ropatiska med bekriftad diagnos. I vénster delfigur anvindes enbart observationer fran vad, i mittersta
delfiguren endast fot och i héger delfigur anvindes bade vad oc fot. Varje ladogram visar resultaten av 30
yttre korsvalideringar.

En 6versikt med resultat fran bade figur [§ och figur [7] kan ses i figur [T1]i Bilaga[A]

De varianter som gav bést resultat for respektive kroppsdel och utan eller med de obekriftade neu-
ropatiska i tréaningsméngden anvindes for att visa hur de olika kroppsdelarna presterar, vilket syns
i figur [0} Fér bade modeller trinade utan eller med observationer fran de obekréftat neuropatiska
gav vad hogst medelvirde f6ljt av vad och fot tillsammans och till sist av fot.

Medelvérden var utan obekréftat neuropatiska 0.89 for vad, 0.77 for fot samt 0.87 f6r vad och fot.
Standardavvikelserna var 0.04 for vad, 0.09 for fot och 0.02 f6r vad och fot.

For modeller tranade med obekréiftade neuropatiska var medelvérden 0.96 for vad, 0.90 for fot och
0.92 for vad och fot. Standardavvikelser var 0.01 for vad, 0.02 for fot och 0.01 for vad och fot.
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Figur 9: Uppskattning av sannolikhetstéithet (densitet i figur) av AUC for klassificeringar i grup-
per om kroppsdelar. Till vinster har enbart friska och neuropatiska med bekriftad diagnos ingatt i
traningsmangden, medan i den hogra har dven observationer fran neuropatiska utan bekriftad diagnos
anvénts i traningsméngd. Inre validering gjordes med PCA och AUC, undantaget fallen vad respektive
fot med obekriftat neuropatiska dd PCA och AIC har anviindes. Varje tidthetsuppskattning (en firg i en
delfigur) beridknades med gaussisk kernel fran AUC-vérden fran 100 yttre korsvalideringar.

Eftersom modellerna som tranades med obekriftat neuropatiska presterade béttre for samtliga
kroppsdelar anvindes dessa for att se hur resultaten varierade med avseende pa troskelvirdet p*.
Detta troskelvirde ar da gransen déir viardet av sannolikheten fran den logistiska regressionsmodel-
len g(x) omvandlas till en av de tva klasserna enligt ekvation . Det visade sig att F'P R konsekvent
gav lika resultat mellan olika kérningar medan det hos T PR fanns en storre varians. Detta visas i
figur [10| dar framforallt modellen gav ett brett spann av T'PR for olika yttre korsvalideringar med
fotobservationer men med samma troskelviarde. Troskelvirdet da andelen felklassificerade friska
och neuropatiska var lika var for vad ungefir vid p* = 0.65 med ca 10% felklassificering, foér fot
ungefiar p* = 0.17 med ca 13% felklassificering samt for vad och fot vid p* = 0.33 med ca 18%
felklassificering.

°
Vad Fot Bada

1.0- 1.0- 1.0-

09- 0.9- 09-
()
T 08- 0.8- 0.8-
o
© 0.7- 0.7- 0.7-
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= i i
7 0.6 0.6 0.6
s 05- 0.5- 05- Frisk
j_, 0.4- 0.4- 0.4- == Neuropatisk
D 03- 0.3- 0.3-
2
Z02- 0.2- 0.2-

0.1- 0.1- 0.1-

0.0- 0.0- 0.0-
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Troskelvarde p” Troskelvarde p” Troskelvarde p”

Figur 10: Klassificeringsresultat for olika tréskelvirden Andelen felklassificerade observationer
pa y-axeln och modellens troskelvirde p*, se (4), pa x-axeln. I figuren léngst till vinster har enbart
miéitningar fran vad anvénts, i mittersta figuren har enbart métningar fran fot anvénts och i figuren till
hoger har alla observationer anvints. I samtliga fall har neuropatiska utan bekriftad diagnos anvénts
som tréningsdata. Rod firg kommer fran métningar av friska personer (motsvarar F'PR) och turkos féirg
fran neuropatiska (motsvarar 1 — TPR). De tjocka mérkare linjerna motsvarar medelvirdet fran 100 olika
korningar. Det ljusare omradet runtom linjerna indikerar det spann dér resultat mellan 2.25-percentilen
och 97.5-percentilen befanns.
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5 Diskussion

Klassificering med logistisk regression fungerar bra fér denna data, speciellt for observationer fran
vad med obekriftat neuropatiska i trédningsméngden. Ett medelviarde pa 0.96 pa AUC och en
standardavvikelse pa 0.01 indikerar att modellen klassificerar viildigt néra den verkliga respon-
sen.

5.1 Dimensionsreducering och uppskattning av modellfel

Dimensionsreducering, och da sérskilt PCA, forbattrade klassificeringen fér modeller trinade utan
de obekriftat neuropatiska da enbart vad eller enbart fot anvindes. Det mérktes inte lika tydligt,
eller inte alls, nér de obekriftade var med i traningsméngden eller da métningar fran bade fot och
vad anvindes. Detta dr nagot i linje med idén kring varfér dimensionsreducering bor genomforas,
eftersom antalet observationer &r fler men kovariaterna dr lika manga.

En tédnkbar anledning till att PCA var den dimensionreduceringsmetod som fungerade bést &r att
principalkomponenterna dr okorrelerade, till skillnad fran i Backward stepwise. Fran ekvation
ser vi att skattningen pa 3 innehaller termen (XTWX)f1 vilket kan leda till numeriska problem
om kovariaterna ar starkt korrelerade, eftersom kolummnerna i X kan vara mycket néra linjart
beroende och inversen av matrisen dr svar att berdkna. Detta kan vara fallet for var data, vilket
kan ses i korrelationsmatrisen i [l

Troligtvis haller inte de asymptotiska antaganden som AICc bygger pa i fallet med var data pa
grund av att antalet observationer ar for fa. PCA med AICc ger en klart sdmre dimensionsredu-
cering &n PCA med korsvalidering med AUC for vad respektive fot, vilket syns i figur [7] Eftersom
AUC anvindes som valideringsmatt for de slutgiltiga modellerna &r det inte konstigt att dimen-
sionsreducering med AUC fungerar bra. Diremot verkar inte motsvarande dimensionsreducering
med AICc ge lika bra resultat, vilket tyder pa att korsvalidering behévs i bade yttre och inre
validering.

Utifran laddiagrammen i figure [7] och [8] som visar resultaten for de olika modellerna verkar det
som att mingden tréningsdata &dr vad som har storst paverkan pa resultaten eftersom de olika
dimensionsreduceringsmetoderna samt korsvalideringen knappt haft nagon inverkan da vi anvént
de icke-bekriftade neuropatiska vid tréning.

5.2 Val av kroppsdel for méitning

Resultatet fran undersdkningen tyder pa att métningar fran fot forsdmrar prestation, medan
métningar fran vad minskar modellfelet. Modeller med enbart métningar fran vad gav hogst me-
delviirde av AUC for bade triningsméingd utan och med obekréftat neuropatiska i figur [9] Det
ska dock noteras att standardavvikelsen med tréiningsméngd utan obekriftat neuropatiska blev
betydligt storre &n vad den blev med den utokade tréningsméngden for modellerna med data fran
vader. Exempelvis blev tidtheten kring AUC=0.8 och strax dérover storre for vad dn vad och fot.
I fallet med de obekriftade neuropatiska fanns inte den effekten da vad tydligt presterade bést av
de tre observationsméngderna.

Modeller fran métningar med enbart fot fick en relativt hog standardavvikelse utan obekréftat neu-
ropatiska i triningsméngden, men den minskade avsevért for trdningsméngd med de obekréftade
neuropatiska. Aven om de modeller trinade med obekriiftat neuropatiska som gav hogst AUC for
fot blev storre &n den storsta for modeller som anvinde métningar fran bade vad och fot blev
medelvirdet for fot 1lagst av de tre observationsméngderna. Dock bor det tilliggas att medelvardet
pa 0.90 indikerar att klassificering ar fullt mojlig for fot ocksa, och med tanke pa den begriansade
dataméingd som anvéndes gar det inte att utesluta att fot &nda skulle vara béittre lampad méatpunkt
for svettest med kamera.

Att modeller med bade vad och fot fick den minsta variansen fér modeller trinade utan bekraftat
neuropatiska kan forklaras med att dataméngden &r stérre. Samma monster uppkom i skillnaden
mellan modeller trdnade utan och med obekréiftat neuropatiska, diar variansen minskade for samt-
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liga fall nir antalet observationer blev storre. Aven om variansen for vad och fot fr mindre éin
enbart vad dr det forvantade modellfelet storre.

5.3 Hantering av troskelvirde

Om modellen ska implementeras for att anvindas i sjukvarden &r en viktig fragestillning som
behover besvaras hur viktigt korrekt klassificering av en sjuk person (TP i forvirringsmatrisen,
se tabell [3) &r kontra korrekt klassificering av frisk person (T'N i forvirringsmatrisen). Detta kan
justeras enligt 6nskemal genom vérdet for modellens troskelvirde p* i ekvation . Resultatet fran
den logistiska regressionsmodellen g(x) dr den bedémda sannolikheten att patienten lider av neu-
ropati, och troskelvirdet justerar for vilka sannolikheter patienter betraktas som friska respektive
neuropatiska. Ett tdnkbart sammanhang fér anvindningen av modellen &r att framst fanga upp
manga personer som eventuellt lider av sjukdomen och ett annat skulle vara att huvudsakligen fil-
trera ut personer som med stor sédkerhet lider av sjukdomen. For det forsta sammanhanget skulle
ett lagt viarde av p* viljas, medan den senare skulle kriva ett hogre viarde av p*.

Andelen felklassificerade friska hamnar inom ett mycket snévt intervall for alla modeller i figur
men for neuropatiska dr osikerheten storre. For vad ar andelen felklassificerade neuropatiska,
FNR, nira 0 fran p* = 0 dnda till p* = 0.5, samtidigt som andelen felklassificerade friska stadigt
gar ned med ett vildigt forutsdgbart monster. For virden av p* storre dn skiarningspunkten mellan
de tva kurvorna gar F'N R kraftigt upp. Det borde inte vara en ¢nskad egenskap fér modellen att
ha en liten T PR, dvs andelen rattklassificerade neuropatiska, eftersom idén med testet ar att det
ska fanga upp neuropatiska i ett tidigt skeende av sjukdomsforloppet. Troligtvis finns ett rimligt
val av troskelvirde for denna modell mellan p* = 0 och skdrningspunkten p* =~ 0.65. Det som
behover undersokas mer &r hur stor andel friska som klassificerats som neuropatiska, F'/PR, kan
tillatas vara. Ett alltfor stort viirde pa F'PR kommer att leda till ett storre behov av fortsatt vard
och behandling, alltsd mer kostnader, efter att testet genomforts.

5.4 Jamforelse med tidigare forskning

Precis som i Loavenbruck et al. [6] pekar vara resultat pa att vaden lampar sig béttre &n fot for
att separera friska och neuropatiska i kameratestet.

Deras undersokning anvénder total volym svett, intensitet av svettkortlar i bild samt ckning av
svettproduktion som kovariater - vilket det finns snarlika motsvarigheter for i var data - men
klassificering gjordes enskilt for varje kovariat utan nagon klassificeringsmodell. Med var metod
far vi AUC pa 0.96, vilket &ar béttre an AUC pa 0.9 som de astadkom.

Att var modell ger ett hogre AUC kan delvis bero pa att vi anvéinder flera kovariater i var klassi-
ficering och pa sa vis fangar mer relevant information i var modell. Loavenbruck et al. anvinder
till exempel inte CI300 och Hazard Mode, eller nagon motsvarighet som beskriver svettmonstrenas
spatiella struktur.

En annan anledning som verkar spela stor roll dr att vi, da vi anvénder observationerna fran de
obekriftade neuropatiska patienterna, har mer data i bada klasserna, och av den anledningen kan
gora en béttre uppskattning av paramterarna i modellen. I Loavenbrucks klassificering anvéndes
observationer fran 52 stycken friska och 20 neuropatiska patienter. Det gar inte att avgora hur
manga observationer som gjorts pa varje patient men jamforelsevis innehaller var data observa-
tioner fran 120 stycken friska och 18 stycken bekréftat neuropatiska patienter. Nér vi anvéander de
obekriftade neuropatiska tillkommer ytterligare 47 stycken personer till de 18 bekraftat neuropa-
tiska. Detta visar &ven pa att dataméingderna som anviints av oss och Loavenbruck et al. inte &r
exakt samma.

5.5 Framtida utveckling

Nér vi anvint de obekriftat neuropatiska i traningsméngden har vi férmodligen i viss man trénat
med felklassifierad data. Med mer trédningsdata fran bekriftat neuropatiska ar det dérfér mycket
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troligt att modellen kan prestera &nnu béttre. Mer data fran bekriftat neuropatiska skulle dven
kunna ge en béttre estimering av modellfelet.

Var ambition var att utforska hur vil logistisk regression med dess varianter kunde klassificera var
data. Nagra varianter av logistiska regressionsmetoder som hade varit intressanta att undersoka
vidare &r t.ex. Ridge-Regression och Lasso-Regression. Det finns &ven manga andra klassificerings-
metoder som fungerar fundamentalt annorlunda och det &r inte alls sdkert att logistisk regresion
ar den bista. En begriansning for mer komplexa metoder &dr dock att det ofta kridvs mer data for
att trdna modellen.

For fortsatt undersokning kan det vara intressant att utforska mer noggrannt hur vil klassificering-
en kan goras med férre kovariater och hur viktigt det &r att ha métningar fran olika tidssteg. Om
metoden ska anvéndas i praktiken kan det vara en férdel om det réacker att kameran endast tar ett
foto istéallet for att filma. Att variera antalet mappar i korsvalideringen kan ocksa vara intressant
att prova men detta tror vi har marginell paverkan pa resultatet.

Vi implementerade férutom backward stepwise selection dven forward stepwise selection men
bedémde att resultaten var sa pass lika att det endast var intressant att redovisa resultat for
en av metoderna. Att uttémande prova alla kombinationer av kovariater dr dven en metod som
inte bedémdes relevant da det finns orimligt manga kombinationer for att de skall ga att testa
alla.

6 Slutsatser

Det &r tydligt att det gar att klassificera huruvida en patient lider av perifer neuropati eller inte
beroende pa dess svettmonster. Det bésta resultatet fran undersékningen kom fran att anvinda de
métningar som gjordes pa vaden. For observationer fran vaden gavs med 171 observationer, i vart
fall 153 friska och 18 bekréftat neuropatiska och 45 obekréftat neuropatiska i tréningsméngden en
klassificering dar AUC av ROC beréknas till 0.96 med en standardavvikelse pa 0.01. Detta resultat
innebér en mer korrekt klassificering én den som presenteras av Loavenbruck et al.[6]

Vid insamlande av mer data bor méatningar goras pa patienters vader eftersom dessa métningar
visat sig skilja mer mellan friska och neuropatiska. Fler méatningar bor goras pa bekriftat neuropa-
tiska patienter men i brist pa sadana métningar har det varit gynnsamt att anvinda observationer
fran icke-bekriftat neuropatiska patienter tillsammans med bekriftat neuropatiska vid modell-
traning.

For att anvianda klassificeringsmodellen i praktiken behover troskelvirdet p* bestammas och vilket
viarde pa p* som &r optimalt beror pa hur man virderar att felaktigt klassificera en frisk som
neuropatisk i forhallande till att felaktigt klassificera en neuropatisk som frisk. For att i praktiken
gora en bra klassificering borde darfor valet av p* goras tillsammans med likare eller neurologer
som har kdnnedom av foljderna for de tva olika typerna av felklassificering. Med hjilp av resultaten
fran understkningen kan en klar bild av hur valet av p*x paverkar risken for de olika typerna av
felklassificering. Med denna till hélp borde en sakkunnig kunna gora ett bra val fér modellen.

Oavsett vilket troskelvérde som i praktiken &r bést sa kan vi konstatera att var modell i genomsnitt
kan klassificera mellan 90-100% av de identifierade neuropatiska korrekt utan att andelen korrekt
klassificerade friska understiger 85%. Da en av de vanligare diagnostiseringsmetoden i dagsliget,
Qualitative sudomotor azom reflex (QSART) endast lyckas identifiera 75% av patienter som lider
av neuropati[4] finns det motiv till att byta metod.
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Bilaga A Jamfo6relse mellan alla modellvariationer

1.0

08 Dimensionsreducering

B3 Ingen
E3 PCA
E3 Stepwise backward

Feluppskattning
E3 AIC

E3 Korsvalidering

E3 Ingen

AUC av ROC

0.6

0.4

Figur 11: AUC fran ROC av 30 modellevalueringar med vardera kombination av: métningar fran bade vad
och fot (lila bakgrund till vinster), métningar fran endast vad (beige bakgrund i mitten) eller métningar
fran endast fot (turkos del till hoger); utan obekréftade neuropatiska i traningsdata (ljusare del till vénster
av vardera ldge, markerat med U) eller med obekriftade neuropatiska i triningsdata (morkare del till hoger
av vardera ldge, markerat med M); ingen dimensionsreduceringsmetod (grén fyllning av lada), PCA som
dimensionsreduceringsmetod (gul fyllning av lada) eller Stepwise backward som dimensionsreduceringsme-
tod (bla fyllning av lada); ingen dimensionsreducering feluppskattningsmetod (grén kant pa lada), AIC
som feluppskattningsmetod (rod kant pa lada) eller inre korsvalidering med modell som ger hogst virde
pa AUC som feluppskattningsmetod (bla kant pa lada)
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Bilaga B ROC-kurvor for olika kroppsdelar
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Figur 12: ROC av klassificering med logistisk regression. Roda kurva dr métningar fran enbart vad, gron
enbart fot och bla méatningar fran bade vad och fot. Yttre korsvalidering genomférdes 100 ganger for vardera
kroppsdel och samtliga klassificeringsresultat fran dessa utgjorde data foér dessa kurvor. Trianingsdata
bestod av métningar fran friska, bekriftade neuropatiska och obekriftade neuropatiska. PCA med inre
korsvalidering anvéndes som dimensionsreducering.
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Bilaga C Matematiska forklaring av kovariater

Av de kovariater som anviinds for att klassificera patienter &r CI300 och Hazard Mode baserade
pa mer avancerad matematik dn de ovriga. Nedan foljer en beskrivning pa hur dessa tva har
beréknats.

C.0.1 CI300

Klusterindexet CI300 utgar fran K-funktionen (dven kallad Ripley’s K-funktion), som ér ett vanligt
matt for punktmonster inom spatial statistik. Lat A vara intensiteten, det genomsnittliga antalet
punkter per areaenhet i punktménstret och N (r, 0) vara antalet punker inom radie r fran punken o.
AK (r) betecknar da det forvintade antalet andra punkter inom avstandet r fran en godtycklig exi-
sterande punkt 0[19][20]. Genom att dividera med intensiteten A ges vérdet pa K-funktionen

AK(r) =E[N(r,0)\{o}] = K(r)=A"'E[N(r,0)\ {o}].

Om n &r det totala antalet punkter och n;(r) = N(r,z;) \ {z;}, d.v.s. antalet andra punkter inom
avstandet r fran en given punkt x; kan en enkel estimering av AK(r) goras genom att berikna
medelvirdet av n;(r) for alla punkter,

ar) = > nitr)

[19][20]. Med detta medelvirde ges sedan en uppskattning av K (r) med

K(r) = A"ta(r).

I praktiken behover kantkorrigering goras for att ta hénsyn till att det inte finns information om
punkter utanfor bilden. Detta har gjorts da K (r) uppskattats for var data och avstandet r har da
miétts i antal pixlar.

K-funktionen i sin tur skrivs ofta om till den sa kallade L-funktionen som brukar definieras som
antingen

L-funktionen innehaller samma information som K-funktionen men férekommer oftare da K-funktionen
har visat sig ha en varians som 6kar med radien r vilken stabiliseras for i L-funktionen. For homo-
gena Poissonprocesser giller fven att K (r) o< 2 medan L(r) o< r samt att

L(r)y=r och L*(r)=0 for r >0

[19]]20). Ett vérde pa L(r) > r och L*(r) > 0 innebér att punkerna &r klustrade och tenderar att
ligga tétt inpa varnadra medan L(r) < r och L*(r) < 0 innebér att punkter tenderar att ligga
langt ifran varandra. Klusterindexet CI300 i var data &r definerat som

300
CI300 = / L*(r)dr
0
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C.0.2 Hazard Mode

Hazard mode eller hazard rate &r ett klassiskt matt inom 6verlevnadsanalys (Eng: Survival Ana-
lysis). Den spatiala statistikens motsvarighet nearest-neighbour pair hazard rate

ey — I
1—-F(r)

kan tolkas som sannolikheten att en godtycklig punkts ndrmaste grannpunkt ligger pa ett avstandet

mellan r och r + dr givet att vi redan sokt av det cirkuldra omradet med radie r och inte stott

pa grannpunkten dnnu [19]. F(r) dr den kumulativa fordelningsfunktionen for avstandet d till den

ndrmsta grannpunkten o

F(r) = P(0 < d(0) <r)

och f(r) = F'(r) dr motsvarande téthetsfunktion [19].

Virdena som givits i datan &r for de avstand r da hazard mode dr som storst. Alltsa for de avstand
det ar mest troligt att den nirmsta grannpunkten befinner sig pa, i varje bild, givet att den ndrmsta
grannen inte hittats pa ett mindre avstand.
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Bilaga D Spridningen av kovariaterna i de olika grupper-
na

D.1 Data fran bade fot och vad
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Figur 13: Laddigram som visar hur alla kovariaterna sprider sig for de olika patienter beroende pa deras
sjukdomstillstand baserat pa observationer fran vad och fot. Varje rad av figuren visar spridningen av en
kovariat i tre olika tid punkter.
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D.2 Data fran bara fot

? 0204 °
0.06 1 < 0.3 L4
o ‘ S 0.151 ®
=
10,04+ = o2
% L 0101 * L | l
= 0.02- ° s 30_05- = 0.1 | i
. ‘ L ]
0.00- H e— . 0.00 1 :b —— 0.0+ :
000015 3 0.00015{ @ 0.000125 4 .
o o
Y_‘l ° o @ 0.000100
1 e 10.00010 1 . |
20000107 § B ‘ 2 0.000075
g ° 2 £ 0,000050- E
£ 0.00005 1 3 % 0.00005 - — ‘GE) '
£ £ | I_I_I £ 0.000025 -
0.00000 A
1600
. 6oo0{ ¢ T
o 1200 S Q 300001
| $ - s -
© 040007 o o
N goo{ 8 N ? N2,
8 ° 8 2000 8
o . 10000 1
4 > =
© 400 © L4 © é °
0 i % 0- i — 0 — em—
® ‘ L4 ¢
5000 1
40000 ‘ o 50001 o
b e I%2)
| ] ? py o L
g 20000 o 1 |__|_| Q :
S S -5000- O
) — D 5000 T T ® |
) 0- \_‘_1 @) © _10000 1
o ~10000 A
~20000
o 500 e S 3 3 t
G N—
3 [
5} IS ! B 300 e
€ 300+ ‘ £ 3007 !_‘_\ = ¥
= T 200- [ — B 200
G 200+ © | | <
@ * 3 o
< 100 < 1007 < 1007

E Kontroll E Bekraftad neuropatiskE Obekraftad neuropatisk

Figur 14: Laddigram som visar hur alla kovariaterna sprider sig for de olika patienter beroende pa
deras sjukdomstillstand baserat pa bara observationer fran fot. Varje rad av figuren visar spridningen av
en kovariat i tre olika tid punkter.
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D.3 Data fran bara fot
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Figur 15: Laddigram som visar hur alla kovariaterna sprider sig for de olika patienter beroende pa deras
sjukdomstillstand baserat pa bara observationer fran vad. Varje rad av figuren visar spridningen av en
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kovariat i tre olika tid punkter.

29




	Inledning
	Syfte
	Avgränsningar

	Data från svettmönster
	Teori och metod
	Klassificering
	Logistisk regression
	Uppskattning av modellfel
	Tränings- och valideringsmängd
	Receiver Operating Characteristic (ROC) och Area Under Curve (AUC)
	Akaike information criterion (AIC)

	Standardisering
	Dimensionsreducering
	Principalkomponentanalys (PCA)
	Stepwise selection

	Implementation av modellval
	Uppdelning till träning och validering
	Korsvalidering
	Yttre korsvalidering
	Modellurval i inre validering

	Undersökning av variationer i implementation
	Observationer grupperat per kroppsdel
	Obekräftat neuropatiska i träningsmängden
	Undersökning av modellvarianter


	Resultat
	Diskussion
	Dimensionsreducering och uppskattning av modellfel
	Val av kroppsdel för mätning
	Hantering av tröskelvärde
	Jämförelse med tidigare forskning
	Framtida utveckling

	Slutsatser
	Jämförelse mellan alla modellvariationer
	ROC-kurvor för olika kroppsdelar
	Matematiska förklaring av kovariater
	CI300
	Hazard Mode


	Spridningen av kovariaterna i de olika grupperna
	Data från både fot och vad
	Data från bara fot
	Data från bara fot


