CHALMERS |

Modellering av SUC2-responsen |
Snf1-signhalvagen hos S. cerevisiae
efter extern glukosminskning

Kandidatarbete inom civilingenjérsprogrammen Bioteknik och Teknisk Matematik

Felix Augustsson, Ellen Sandén, Tilia Selldén, Hanna Zetterberg

Institutionen fér matematiska vetenskaper
CHALMERS TEKNISKA HOGSKOLA
GOTEBORGS UNIVERSITET
Goteborg, Sverige 2019




Modellering av SUC2-responsen i
Snfl-signalvigen hos S. cerevisiae
efter extern glukosminskning

Felix Augustsson, Ellen Sandén, Tilia Selldén, Hanna Zetterberg

Handledare: Johannes Borgqvist,
Niek Welkenhuysen,
Marija Cvijovic

Examinator: Maria Roginskaya,
Ulla Dinger

Kandidatarbete MVEX01-19-02

Institutionen for matematiska vetenskaper

Cvijovic Lab

Chalmers Tekniska Hogskola och Goteborgs Universitet

Omslag: YFP-markerade jastceller i ett av experimenten som anvénts i arbetet. Bild
framtagen av Niek Welkenhuysen och fargad av Felix Augustsson.

Typeset in XTEX
Goteborg, Sverige 2019



Augustsson, Sandén, Selldén, Zetterberg

Forord

For nédstan fem manader sedan paborjade fyra forskningslandkrabbor sin forsta resa ge-
nom vetenskapens vatten. Vilkomnade med 6ppna armar av besédttningen pa ett forsk-
ningsskepp dedikerade till att hitta svaret pa den mytomspunna gatan om aldrande satte
vi direkt segel. Trots att vi hade fatt en karta med malet markerat har vi under arbetets
gang flera ganger fatt byta riktning. Vi har behévt 6verge delmal dven efter att veckor
lagts pa att utforma en plan och otaliga timmar har lagts under dack for att halla oss
flytande. Nedan foljer dérfor en kort sammanfattning av var loggbok.

Tilia har varit var utkik, konstant letandes efter nya kuster att lagga till vid. Hon har
under projektets gang letat genom litteratur efter biologiska forklaringar och skapat
modeller baserat pa det hon funnit. Nér litteraturen inte gav de svar som behévdes tog
hon kontakt med forskaren bakom studien. Nér tiden kom att skriva denna rapport om
vara dventyr har hon bidragit med en detaljrikedom sa beskrivande att den i flera fall
behovts tas bort for att halla rapporten nagorlunda koncis.

Ellen har varit var kartlidsare, titt samarbetande med Tilia for att forsta biologin i
projektet. Under skapandet av de biologiska modellerna har Ellen anvint strukturell
identifierbarhet for att hitta de grund som gémt sig under ytan hos Tilias observationer.
Likt en dkta kartograf har ingen detalj undgatt Ellen under rapportskrivandet, och hon
har obevekligt rattat de fel vi andra gjort och fyllt i tomrummen vi lamnat.

Felix har varit var batsman, ansvarig for att all MATLAB-kod gjorde det den skulle.
Han har sett 6ver parameteruppskattningen och sett till att vi kunnat hissa ankar vid
simuleringarna. I rapportskrivandet har Felix slackt de eldar som uppstatt ombord, och
sett till att alla matematiska knopar var riatt knutna.

Hanna har varit var styrman, ansvarig for att vi anvinde ratt matematiska segel for att
ta oss till vart mal. Genom att granska resultaten fran Felix simuleringar med numerisk
identifierbarhet har hon sett till att hela arbetet inte var férgives nir malet var i sikte.
Hanna har sett till att vi har legat i kurs mot en fardig slutrapport under skrivandet,
och inte hamnat pa villospar.

Runt omkring oss har vi hela tiden haft en forskargrupp fylld med sa mycket erfarenhet
och hjéalpsamhet att vi inte skulle kunnat utnyttja allt hur manga manader vi an fick pa
oss. Tack sa enormt mycket inte bara for all hjélp, utan dven fér den underbara stdmning
ni inkluderat oss i. Sérskilt mycket tack till vira handledare Johannes Borgqvist, Niek
Welkenhuysen och Marija Cvijovic som inte bara hjilpt oss undvika skeppsbrott ett
flertal gédnger, utan dven gjort det med ett engagemang utéver det vanliga. Vi vill dven
rikta ett stort tack till Joachim Almquist som har svarat pa alla vara fragor kring det
koncept som sedan kom att ligga till grund for var slutgiltiga modell.

Alla inblandade har gjort hela kandidatarbetet till ett enda stort dventyr. Aven om vi

nu ska lagga till i hamn, sa tar vi med oss erfarenheter och vinner hem fran resan. Och
vem vet, vi kanske ses ute pa havet igen?
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Popularvetenskaplig text

Hur kan vi rddda liv med hjialp av matte och bagerijéast? Det kanske later som en
osannolik kombination, men det ar faktiskt ofta en oslagbar sadan.

Vérlden vi lever i dr komplex, och det &r en utmaning att forsoka forsta oss pa alla de
biologiska fenomen som sker inuti och runt omkring oss. Hur ska vi kunna veta vad som
forsiggar inne i en cell eller en ménniskokropp nér vi inte kan se det med blotta 6gat
eller ens med hjilp av ett mikroskop? Ett sétt &r att anvinda matematik. Genom att
skapa matematiska modeller 6ver vad som sker kan biologiska mekanismer belysas och
forstas pa ett satt som annars inte hade varit mojligt. Att modellera biologiska system
handlar om att satta upp matematiska ekvationer som kan beskriva hur det biologiska
systemet beter sig. Det kan till exempel handla om att beskriva hur en tumor reagerar
pa medicinen patienten far, eller om att 6ka forstaelsen kring en specifik gen. For att en
modell ska vara anvindbar behéver den forstas stdmma val Gverens med verkligheten.
Det maste ga att jamfora det modellen forutspar med vad som faktiskt hénder, och till
detta behdvs experimentella data. Ett traditionellt tillvigagangssatt for att fa tag pa
sadana har varit, och ar fortfarande, att utféra djurtest. Dessa dr dock bade kostsamma
och ofta djupt plagsamma fér djuren; 2016 startades dver 350 000 djurforsdk i Sverige,
varav nastan 30 000 klassades som ingrepp av den allra vérsta och mest sméartsamma,
angestbringande sorten [1]. Det &r hir bagerijisten kommer in.

Jast dr sma encelliga organismer som finns lite hiar och var omkring oss, pa allt fran
skalet pa vindruvor till i sanden pa havsbottnen [2]. Trots att jast kan tyckas vara en
valdigt enkel livsform i jamforelse med en ménniska, har de sma organismerna faktiskt
mycket gemensamt med oss. Precis som ménniskor, men till skillnad fran till exempel
bakterier, har jastceller en cellkdrna dér allt det genetiska materialet i form av DNA ar
samlat.

Genom evolutionens gang har mycket av det hiar DNA:t bevarats ungefiar sa som det
var for miljoner ar sedan, i den organism som en gang var anfader till bade jast och
ménniska. Mycket av vart ménskliga DNA &ar darfor valdigt likt jast-DNA. For att
undersotka funktionen hos en ménsklig gen &r det en bra idé att titta pa om samma gen
finns hos jést, och hur den i sa fall fungerar dér.

En sadan gen, som finns hos och ar viktig for bade jast och ménniska, dr den som styr sa
att energinivaerna i cellerna ar konstanta. Hos ménniska heter den AMPK och hos jést
har den fatt namnet Snfl. Detta &r en gen som i sin tur styr andra gener och kan sla pa
och av produktionen av protein och enzymer. For att underséka genens funktion ndrmare
har vi i detta kandidatarbete skapat en modell 6ver hur méngden av ett av enzymerna
som styrs av Snfl paverkas av koncentrationen druvsocker som finns i jistens omgivning.

Druvsocker dr det som jast allra helst vill dta. Det &r en relativt liten sockermolekyl,
och den &r darfor enkel for jasten att ta upp fran omgivningen in genom cellmembranet.
Det &r dock inte alltid denna typ av socker finns tillgdngligt. Ibland hamnar jasten pa
ett stélle dar det bara finns storre sockermolekyler att tillga, sasom betsocker, som &r
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dubbelt sa stora som druvsocker. Betsockermolekylen &r for stor for jasten att ta upp,
och sockret méaste darfor brytas ned i mindre delar for att jasten ska kunna tillgodogora
sig det. For att gora detta har jasten utvecklat speciella enzymer som den kan utséndra
till omgivningen och som kan bryta sonder de stora sockermolekylerna. Ett sidant enzym
heter SUC2, och &r specialdesignat for att bryta sénder betsocker. Eftersom det kostar
energi att producera enzym, vill jasten inte gora detta i onédan. Den har darfér utvecklat
ett system for att kénna av om SUC2 beh&ver produceras eller inte. Detta system styrs
av Snfl, och ar baserat pa hur mycket druvsocker som finns i omgivningen. Om det finns
mycket druvsocker i omgivningen kan jasten obekymrat mumsa i sig detta, utan att
behova slosa energi pa att producera SUC2. Om det dédremot inte finns ndgot druvsocker
maste jisten hitta nagot annat att dta. For att testa om det kanske kan finnas betsocker
i omgivningen produceras dérféor SUC2. Om betsocker finns kommer detta att brytas
ned och de numera sméa sockermolekylerna kommer att dka in i jisten, dar energin kan
utvinnas. Snfl slar alltsa pa och av SUC2 baserat pa hur omgivningen ser ut.

Aven om de flesta ménniskor kanske har annan favoritmat én just druvsocker, innebér en
O0kad kunskap om Snfl hos jast en 6kad kunskap om AMPK hos ménniska. Pa liknande
sdtt kan massor med andra méanskliga gener och funktioner undersékas med hjalp av
den lilla encelliga organismen. I takt med att vi blir battre och béattre pd att skapa
verklighetstrogna modeller, och i takt med att vara datorer klarar av att hantera mer
och mer data, kan vi 6ka var kunskap om oss sjdlva och virlden omkring oss utan att
behéva anvanda oss av plagsamma djurforsok. Pa sikt kan matte och jast rddda liv, bade
manskliga och icke-ménskliga.
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Sammanfattning

Snfl-signalvigen ar en viktig del av niringssignaleringen hos jast. For att undersoka
Snfl-signalvigen hos S. cerevisiae skapades i detta projekt fyra olika matematiska mo-
deller 6ver hur uttrycket av invertaset SUC2 varierade efter ett skifte i den yttre gluko-
skoncentrationen fran 4 % till 0,1 %. I signalvidgen ingar forutom Snfl och SUC2 &aven
transkriptionsfaktorn Migl. Modellerna byggdes upp av ordinéra differentialekvationer.

For att validera de skapade modellerna anpassades de till uppmétt data. De tva forsta
modellerna, modell 0 och 1, lyckades inte beskriva det experimentellt observerade be-
teendet hos uttrycket av SUC2 och analyserades inte vidare. Detta lyckades dock de
tva andra modellerna, X-modellerna, béattre med. X-modellerna ar tva forenklingar av
samma modell, reducerade for att vara strukturellt identifierbara. I X-modellerna ut-
gjorde Snfl en ”"svart lada” och alla de okdnda faktorer som paverkar uttrycket av SUC2
samlades i tillstandsvariabeln X. Den ena X-modellen, den svagt reducerade versionen,
fangade datans beteende i borjan av experimentet medan den andra, den tungt redu-
cerade versionen, fangade stabiliserandet av SUC2-uttrycket som uppkom i slutet av
experimentet.

Residualanalys genomférdes for X-modellerna och for att underséka modellernas predik-
tionsférmaga gjordes dven ett f6rsok till numerisk identifierbarhetsanalys. Detta misslyc-
kades dock da approximationerna av Hessianerna inte kunde anvéndas for att berdkna
kovariansmatriserna.
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Abstract

The Snfl pathway is an important part of the nutritional signaling network in yeast.
In this project the Snfl pathway in S. cerevisiae was investigated using mathematical
modelling. Four different models of the expression of the invertase SUC2 after a shift
in the external glucose concentration from 4 % to 0.1 % were created. In addition to
Snfl and SUC2 the modelled pathway also includes the transcription factor Migl. The
models were made using ordinary differential equations.

In order to validate the models they were fitted to experimental data. The first two
models, model 0 and model 1, did not accurately describe the observed behavior of the
expression of SUC2 and were not analysed further. The other two models, however, did.
These were named the X-models, and are two simplifications of the same model, reduced
to become structurally identifiable. In the X-models Snfl was black boxed and all the
unknown factors affecting the expression of SUC2 were lumped together in the state
variable X. One of the X-models, the lightly reduced version, captured the observed
behavior in the beginning of the experiment, whereas the other X-model, the heavily
reduced version, captured the stabilization of the expression of SUC2 which occured by
the end of the experiment.

Residual analysis was performed on the X-models and in order to investigate their ability

for prediction a numerical identifiability analysis was initiated. This, however, failed, as
the Hessian approximations could not be used to calculate the covariance matrices.
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Ordlista

e Eukaryoter ar organismer vars celler har membran kring cellkdrnan. Exempel pa
eukaryoter ar djur, vixter och svampar.

e Saccharomyces cerevisiae ar det vetenskapliga namnet pa bagerijist, en vanlig
jéstsort som bland annat anvénds inom industri, forskning och till matlagning.

e Uttryck av gener innebar att koden i en DNA-sekvens avlises och 6versétts till
ett protein.

e Promotor ar en kort DNA-sekvens, placerad framfoér en gen som fungerar som pa
och av knapp for den aktuella genen.

e Inihibering av en gen innebér att den hindras fran att uttryckas.

e Transkriptionsfaktorer ar proteiner som kan aktivera eller hindra uttrycket av
en gen, till exempel genom att sétta sig pa dess promotor.

e Enzymer éir stora proteiner som hjélper till att katalysera kemiska reaktioner i
och utanfor cellen.

e Invertaser ir en kategori enzymer som har i uppgift att bryta ned stérre socker-
molekyler, sackaros, till mindre sockerarter sa som glukos och fruktos som cellen
anviander som energikéllor.

e Kinaser ir en kategori enzymer som kan katalysera fosforyleringen av andra en-
zym eller protein.

e Fosforylering ar ett siatt for cellen att skicka vidare en signal genom bindning av
en fosfatgrupp. Kinaser fosforylerar proteiner sa att de aktiveras/deaktiveras.
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1 Inledning och bakgrund

Alla celler, fran bakterier och jast till vara egna celler i kroppen, har formagan att sitta
pa eller sténga av sina egna gener. Det kan till exempel handla om att reglera vilken del
av cellcykeln cellen ska befinna sig i eller att stdnga av en gen for att inte slosa onddig
energi pa att producera saker som for tillfdllet inte behévs. Regleringen av genuttrycket
hos en cell borjar med att en fordndring i omgivningen registreras. Detta leder till att en
signal skickas genom cellen via olika molekyler sasom enzymer och andra proteiner. Om
cellen ar eukaryot, och alltsd har cellkdrna, maste signalen na in till denna och aktivera
transkriptionsfaktorer som kan starta eller inhibera uttrycket av de specifika gener som
behovs. Hela processen, fran att en signal skickas tills att en gen slas pa kallas signalvéig,
och det finns ett enormt antal sadana i en cell. D& olika signalvagar dessutom paverkar
varandra bildar de tillsammans ett komplext nédtverk som tillater cellen att dynamiskt
anpassa sig allteftersom omgivningen fordandras.

En av alla de signalvigar som &r livsviktiga for eukaryota celler d4r den som ser till att
deras energinivaer halls konstanta [3]. Signalvigen styrs framfor allt av en gen, som ge-
nom evolutionen bevarats sa att den ar néstan identisk i olika eukaryota organismer. Hos
ménniskan heter genen ” Adenosine monophosphate-activated protein kinase” (AMPK)
och paverkar forutom energinivaerna dven cellulér stressresistens, hur cellen atervinner
gamla proteiner och det spekuleras till och med i huruvida AMPK kan paverka var
livslangd [4]. Genen interagerar dessutom med ldkemedel bade mot diabetes och cancer,
men hur detta gar till 4r inte ként [5].

Det ar av stor vikt att oka kunskapen om AMPK-signalvigen, men att studera méansk-
liga celler ar svart. Att studera jéstceller &r ddremot ett vanligt och relativt enkelt sétt
att undersoka celluldra egenskaper. Cellerna tillvixer snabbt och klarar sig pa forhal-
landevis enkla nédringsmedium, som glukos. Dessutom gor faktumet att jastceller precis
som maéanniskor dr eukaryoter, att dven de har den aktuella signalvigen inbyggd. Hos
jast heter den styrande genen inte AMPK utan ”Sucrose nonfermenting 1” (Snfl).

Snfl reglerar manga proteiner, daribland transkriptionsfaktorn” Multicopy ‘nhibitor of
GAL gene expression 1”7 (Migl), som i sin tur reglerar omkring 350 olika gener [6]. En
av de gener som regleras av Migl, och dérmed &ven av Snfl, &r ”Sucrose 2” (SUC2).
Det &r ett enzym som bryter ned sackaros till glukos och fruktos, och uttrycks bara da
varken maltos, fruktos eller glukos finns i jastcellens omgivning. Exakt hur detta gar
till, alltsa hur Snfl kénner av halterna maltos, fruktos och glukos i omgivningen, ar inte
ként 7). Det ar darfor av intresse att vidare undersoka signalvigen dar SUC2, Migl och
Snfl ingar. Det gors i detta arbete genom att halten glukos kring en jéstcellspopulation
hastigt sdnks och responsen i form av koncentrationen SUC2 méts &ver tid. En mate-
matisk modell 6ver hur uttrycket av SUC2 varierar sétts upp och passas till datan fran
jastcellsexperimentet.

For att kunna anvinda den framtagna modellen till att prediktera hur signalvigen beter
sig, till exempel om glukoskoncentrationen hojs istéllet for sénks, maste det ga att unikt
bestdmma véirdena hos modellens parametrar, det vill siga parametrarna maste vara
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identifierbara. Darfor utfors identifierbarhetsanalyser.

Genom att skapa och validera en matematisk modell 6ver uttrycket av SUC2 kan for-
staelsen for signalvigen okas. Detta skulle i forlangningen leda till storre forstaelse for
funktionen hos Snfl, och ddrmed dven dess ménskliga analog AMPK.

2 Syfte

I denna rapport understks med hjilp av matematisk modellering hur uttrycket av SUC2
i Saccharomyces cerevisiae fordndras 6ver tid nar den yttre glukoskoncentrationen dnd-
ras fran 4 % till 0,1 %. De framtagna modellerna valideras genom att anpassas till
experimentella data och modellparametrarnas identifierbarhet undersoks.

3 Teori

Foljande kapitel innehéller den teoretiska bakgrunden till rapporten. Den inleds med en
biologisk bakgrund om systembiologi och det system som ska modelleras och fortsitter
med att generellt beskriva de verktyg som anvénds.

3.1 Systembiologins grunder

Biologiska signalviagar ar ofta for kom-
plexa for att endast kunna forklaras och
undersokas med experiment dar varje
enskild komponent i signalviagen stude- Tester och
ras. For att undersoka storre nétverk Experiment
kan experimenten kombineras med ma-
tematisk modellering Detta gbrs inom ‘
systembiologin som kénnetecknas av att Prediktioner

flera olika discipliner som biologi, mate- B'i%g,geiiléa 2 igtlgg?
matik och datavetenskap kombineras for

att fa en djupare forstéelse for hur biolo-
giska natverk fungerar . Den system-
biologiska processen ar ofta cyklisk (Fi-
gur . Processen inleds med att go-
ra tester pa den organism som ska un-
dersokas. Experimentell data insamlas
och dérefter sitts matematiska modeller Figur 1: Schematisk bild 6ver den systembiologiska
upp. Om modellen kan beskriva datans cykeln.

beteende kan prediktioner géras om det

biologiska systemet . Prediktioner kan déarefter bekraftas eller forkastas genom nya
experiment, och cykeln boérjar om pa nytt.
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3.2 Snfl-signalviagen

Snfl-signalvigen ar en av flera signalvigar som ingar i det stora nétverket av néringssig-
nalering hos S. cerevisiae [7]. Snfl har visat sig vara aktivt, alltsa i fosforylerad form, da
glukoshalten i cellens omgivning ar 1lag. Proteinet har en stor roll i reglering av manga
olika gener [9]. En av generna, SUC2, regleras av sa kallad glukosrepression. Detta inne-
bér att under glukosfattiga férhallanden kommer genen att uttryckas i stor méangd, men
da glukoshalten i omgivningen dr hog kommer genen att vara avstidngd.

Mer detaljerat ar uttrycket av SUC2 huvudsakligen reglerat av Snfl och Migl. D& ing-
et glukos finns i jastens omgivning ar Snfl fosforylerat. Fosforylerat Snfl kommer i sin
tur att fosforylera transkriptionsfaktorn Migl. I ickefosforylerad form inhiberar Migl
uttrycket av SUC2, men da Migl fosforyleras lossnar det fran DNA:t och SUC2-genen
kan uttryckas fritt. Om glukos istéllet finns tillgdngligt i omgivningen &r Snfl inte fos-
forylerat. Detta gor att Snfl inte kan fosforylera Migl som da stannar pa DNA:t och
inhiberar uttrycket av SUC2 (Figur [2)) |7].

Inget glukos
® & || —e=
Snf1 __4

Glukos

Glc = Glu-6P w
l @ i

Fru-6P — Glykolys/
metabolism

Snf1

Figur 2: Schematisk bild 6ver Snfl-signalvagen. Nar glukos finns nédrvarande kan cellen utvinna energi
genom att bryta ned den energirika molekylen. Migl inhiberar uttrycket av SUC2 med hjilp av andra
transkriptionsfaktorer (TF). Om inget glukos finns ndrvarande aktiveras Snfl som fosforylerar Migl.
Detta medfor att SUC2 kan uttryckas fritt.

3.3 Generella metoder for modellering av biologiska system

For att beskriva ett biologiskt nétverk som férdndras 6ver tid dr ordindra differentia-
lekvationer, ODE:er, ett vanligt verktyg inom systembiologin |10]. Vanligen utnyttjas
dessutom enzymatisk kinetik och massverkans lag for att beskriva de biokemiska reak-
tionerna [11]. Koncentrationen av ett protein, A, i ett slutet system beror da av hur
mycket som skapas respektive bryts ned enligt

dA

= {genuttrycket av A} — {nedbrytning av A} =r; —ro,
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dar r; dr hastigheten med vilken genuttrycket respektive nedbrytningen sker. Om A
antas bildas och brytas ned enligt

k k
LNYEN

dar () symboliserar nedbrytningen, kan nedbrytningshastigheten beskrivas som en forsta
ordningens reaktion pa formen

7“2:/€2'A (1)

dér A ar koncentrationen av proteinet [10][s. 171].

Ett biologiskt nétverk kan besta av flera sammankopplade delar, sa som en signalvig
som leder till ett genuttryck. Fosforylering av ett protein i en signalviag kan illustreras
som en "loop” dar proteinet har tva stadier som det kan vixla mellan: fosforylerad och
ickefosforylerad form (Figur [3) [10]. Ett sétt att matematiskt beskriva detta dr

dR* X %
dt :kl'S'(Rtot_R)_kZ'R’ (2)

dar R* &r mangden fosforylerat protein, R, den kon-
stanta totala médngden protein, S den tidigare kompo-

nenten i signalviagen och ki och ko hastighetskonstan- R
ter [10, s. 218]. Hér &r alltsa 1 = k1 - S - (Rt — R*) Glu > ki 3 Ky
och ry &r pa samma form som i ekvation (1). Ek- R*

vationen beskriver balansen mellan fosforylering och

defosforylering.
Y & Figur 3: Schematisk bild 6ver fosfo-

ryleringen av R paverkad av S.

Genuttryck &ar en starkt reglerad process [10]. Om ut-
trycket regleras genom inhibering kan bildningshas-
tigheten for uttrycket av en gen inhiberat av en tran-
skriptionsfaktor B beskrivas med

Vmax

=Kyt B (3)

1
dar Ve &r maxhastigheten med vilken den inhiberande genen uttrycks, n ar Hill-
koefficienten och Kp &r en inhiberingskonstant [10, s. 268].

3.3.1 Strukturell identifierbarhet

For att kunna anvidnda en skapad modell till att gora prediktioner om det biologiska sy-
stemet behover modellens parametrar vara strukturellt identifierbara. Detta innebér att
de med hjalp av en viss uppmaétt utdata, till exempel koncentrationen av ett protein, kan
bestdmmas entydigt [12][s.437-442]. Att testa om en modell ar strukturellt identifierbar
utgor en viktig del av sjdlva modellutformningen och detta bor goras innan modellen
anpassas till experimentella data. Den strukturella identifierbarheten beror endast av
strukturen hos modellen givet en viss utdata som ska méatas, och inte av den faktiska
experimentella datan. I fortsdttningen av rapporten bendmns en modell som strukturellt
identifierbar da dess parametrar ar strukturellt identifierbara givet en specifik utdata (i

detta fall SUC2).
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3.3.2 Modellreducering

For att gora modellerna identifierbara kan de reduceras vilket leder till att antalet para-
metrar minskas. Detta kan astadkommas genom antaganden eller logiska resonemang.

Ett sétt ar att betrakta en parameter som konstant, exempelvis med hjédlp av virden fran
tidigare studier. Detta satt att reducera modellen kréver att parametern representerar
nagonting mat- eller skattbart. Antagandet behover darfor goras férst i processen innan
andra antaganden gors, eftersom de andra antagandena kan férdndra parametern, vilket
gbr den ométbar.

Ett annat vanligt antagande ar antagandet att systemet var i ett "steady state” innan %,
da experimentet startades. Att ett visst genuttryck i en cell natt steady state innebéar att
cellen har anpassat sig efter ett konstant férhallande och koncentrationen av proteinet
ar darfor konstant, det vill sdga derivatan ar 0.

En tredje metod for reducering &r icke-dimensionalisering, det vill sdga att variabler
skalas om sa att deras enheter férsvinner [13, kap. 6]. Med denna metod kan icke-
observerade variabler skalas om sa att deras initialvirden blir 1. Detta dr i ménga fall
enkelt att gora men har nackdelen att parametrarna skalas om sa att de inte langre
motsvarar en biologisk egenskap.

3.4 Parameteruppskattning

En 16sning till differentialekvationerna i en ODE-modell kan erhallas forutsatt att vis-
sa parametrar sasom initialvirden och reaktionshastigheter &r givna. For att hitta de
viarden pa parametrar som bést stdmmer Gverens med verkligheten goérs en parame-
teruppskattning, dar malet ar att hitta l0sningen som minimerar kostnadsfunktionen f,
det vill sédga

. 2
min £(6) = — i, Z ly: = 5:(O)II* = min Z Ir:(6 (4)

dér y; r den uppmaétta proteinkoncentrationen i tidpunkt ¢, ¢;(€) ar den simulerade pro-
teinkoncentrationen givet parametrarna € i samma tidpunkt och r;(0) ar residualerna,
det vill sdga skillnaderna mellan de dkta och de simulerade virdena. Genom att minime-
ra summan av kvadraten pa residualerna far vi de parametrar som har stérst sannolikhet
att ge upphov till datan givet att residualerna &r normalférdelade med medelvéirde 0 och
okénd konstant varians [14, kap. 8.5].

For att gora sjalva minimeringen anvands Kvasi-Newton-metoden Broyden—Fletcher—
Goldfarb—Shanno (BFGS) som fran en startpunkt tar steg i en nedatstigande riktning
tills den hittar ett lokalt minimum [15, kap. 11.2.2].
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3.5 Numerisk identifierbarhet

For att undersoka med vilken statistisk sdkerhet parametrarna i en modell kan uppskat-
tas genomfors en numerisk identifierbarhetsanalys. Precis som den strukturella iden-
tifierbarheten beror den numeriska identifierbarheten av modellstrukturen. Skillnaden
ar dock att den numeriska identifierbarheten &ven beror pa den experimentella datan.
For optimala parametrar 6 vid ett lokalt minima i kostnadsfunktionen &r en parame-
ter 6, numeriskt identifierbar om parameterns uppskattade varians SQ(ék) och kovarians
cov(,, 0;) har laga virden [12]. Kovariansen beskriver i hur stor grad tva parametrar
samvarierar. Uppskattade varden pa varians och kovarians hos parametrarna ar samlade
i en kovariansmatris C OV(é), dér parametrarnas varians befinner sig pa diagonalen. Ett
satt att uppskatta en lagre grans for kovariansmatrisen dr att anvinda Cramer-Raos sats

som sager att
cov(8) > F~1(9)

dir F(0) ar en matris som kallas ”"Fisher information matrix” [12]. T optimeringsmetoder
som bygger pa Newtons metod, s& som BFGS och Gauss-Newton, berdknas en approxi-
mation av kostnadsfunktionens Hessian [15]. For kostnadsfunktionen i ekvation gar
det att approximera Fisher information matrix med hjélp av kostnadsfunktionens Hessi-
an [12]. Denna matris hérleds med hjilp av approximationen av Hessianen som berdknas
i optimeringsmetoden Gauss-Newton [15] [12] och hur detta gors beskrivs i appendix
I Kvasi-Newton-metoden BFGS [15], som anvénds i projektet, approximeras Hessianen
HBFGS(é) i den optimala punkten enligt en annan formel. Trots detta anvéinds i projek-
tet samma ekvation att approximera Fisher information matrix som den som anvénds
for Gauss-Newton. En ldgre grans for kovariansmatrisen for parametrarna uppskattas
dérmed som
COV (8) > s* Hgpas(0),

dér den skattade variansen hos residualerna ges enligt

2 _ ) (Ti(é))Q

m—n

dér n ar antalet strukturellt identifierbara parametrar [12].

3.6 Residualanalys

I parameteruppskattningen antas att residualerna &r normalférdelade med medelvirde
noll och okénd konstant varians. For att underséka om dessa antaganden haller analyse-
ras de standardiserade residualerna 7, ; = (y; — §;)/s dér variansen s ges av ekvation .
De standardiserade residualerna bor vara standardnormalférdelade och det antagandet
kan kontrolleras genom att generera en QQ-plot, diar Q star for kvantil ("quantile”). I
en QQ-plot jamfors fordelningen hos residualerna mot standardnormalférdelningen. Om
residualerna ar standardnormalférdelade bor punkterna i grafen bilda en rét linje ge-
nom origo med lutning 1 [16]. For att ytterligare analysera residualerna kan de plottas
mot tiden. Residualerna bor vara slumpmaéssigt placerade och inte folja ndgon sérskild
trend i en sadan graf. Det skulle i sa fall kunna tyda pa att modellen inte ar korrekt
formulerad [17].
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4 Metod och modellering

Foljande kapitel presenterar modellerna som skapats i projektet samt beskriver hur de
togs fram. I kapitlet beskrivs &ven de metoder for parameteruppskattning och validering
som anvandes i projektet.

4.1 Data

Datan i arbetet kommer fran jastceller som levt i ett medium med 4 % glukos, dar
mediet vid ¢y bytts till att innehalla 0,1 % glukos. Méangden SUC2 hos individuella
celler har sedan uppmétts med 5-minutersintervall i 97 tidpunkter. For att kunna folja
uttrycket av SUC2 i cellerna har det fluorescerande proteinet Yellow Fluorescent Protein
(YFP) transformerats in i cellernas DNA vid genen for SUC2. Déarmed kommer YFP
att uttryckas tillsammans med SUC2. Nar YFP belyses med UV-ljus kommer det att
fluorescera i gult, och det blir darfor enkelt att detektera SUC2. En hégre koncentration
SUC2 ger diarmed ett starkare fluorescent ljus. Mer information om framstéllandet av
datan finns i appendix [A]

4.2 Modellering av uttrycket av SUC2

Den forsta modellen gjordes sa enkel som mojligt for att sedan omformuleras till mer
komplexa modeller med fler parametrar som béttre kunde representera systemet och
beskriva den data som insamlats. Baserat pa den biologiska bakgrunden formulerades
féljande krav pa modellerna:

e Nir glukoskoncentrationen &r lag kommer SUC2-koncentrationen att vara hog
e Nir glukoskoncentrationen dr hég kommer koncentrationen av SUC2 att vara lag

e Nir glukoskoncentrationen dr hég kommer inte Snfl att fosforylera Migl

3 modeller skapades och namngavs modell 0, 1 respektive X. En modellreducering gjordes
for X-modellen vilket gav upphov till tva forenklade modeller. Det biologiska systemet
antogs i alla modeller vara slutet och lyda massverkans lag.

4.2.1 Modell O

I modell 0 inkluderades enbart glukoskoncentrationen och SUC2, och inte 6vriga protei-
ner i signalviagen (Figur . Baserat pa systemets villkor att genuttrycket boér vara hogt
da glukoshalten ar 1ag och vice versa antogs bildningshastigheten av SUC2 vara omvént
proportionell mot glukoshalten. Med hjalp av detta och ekvation blev modellen

dsuc2  k
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kq k2
—_—> SuUC2 —>

Glu

Figur 4: Schematisk bild 6ver hur variablerna i modell 0 paverkar varandra. Har antas bildningshastig-
heten av SUC2 bero enbart av koncentationen extracellulért glukos.

dar Glu ar den yttre glukoskoncentrationen. Modellens initialvillkor &r
SUC2(0) = SUC2, (7)

dar SUC2 tas fran datan. Glu sattes till 0.001 eftersom koncentrationen glukos i borjan
av experimentet andrades til 0,1 %.

4.2.2 Modell 1

Med modell 1 gjordes ett forsok att modellera en stérre del av Snfl-signalvigen. For
detta anvindes ekvation tillsammans med ekvation vilket med Snfl, Migl och
SUC2 som tillstandsvariabler gav ekvationerna

dSnfl* 1 N
dl\gfl — kg - SnfL(£)* - Migl(£) — ks - Migl (£)*
d 2

Sgtc = k3 : Migl(t)* - k4 : SUC2(t)

dar Snfl* och Migl* ar de fosforylerade versionerna av proteinerna, Snfl och Migl
de ickefosforylerade versionerna och Snfly,; = Snfl* + Snfl, Migl,,, = Migl* + Migl.
Signalen S fran ekvation ([2)) representeras hir av 1/Glu. I ekvationen fér Migl utgors S
av fosforylerat Snfl, alltsa Snfl* och i ekvationen fér SUC2 utgors S av Migl™.

For att minska antalet okénda parametrar och variabler betraktades sedan mellansteget
Snfl som en svart lada och ersattes av den inversa glukoskoncentrationen (Figur [5)).

Mig

GlU — k1< 3 ko

Mig*

ks ka
—_— SUC2 —>

Figur 5: Schematisk bild 6ver hur variablerna i modell 1 paverkar varandra. Har illustreras fosforyle-
ringen av Migl som en loop som paverkas av extracelluldrt glukos. Fosforylerat Migl paverkar i sin tur
bildningshastigheten av SUC2.
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Da Migl,,, antogs vara konstant sattes Migl,,, = 1 vilket ger att Migl = 1 — Migl™.
Modell 1 blev dédrmed

dMigl* 1 o -
e =k (1 — Migl*(t)) — ko - Migl*(t)
dSUC2 (8)

= = ky - Migl*(¢) — ks - SUC2()

med initialvillkoren

SUC2(0) = SUC2
Migl*(0) = Migly,

dar Miglj ar en parameter.

4.2.3 X-modellen

Da varken modell 0 eller modell 1 passade till den uppmaétta datan konstruerades d&nnu
en modell, dir en ny tillstandsvariabel introducerades med inspiration fran en tidigare
studie [18]. Modellen bestar av tre tillstandsvariabler: SUC2, Migl som ger upphov till
inhibering utav SUC2, samt en representation av évriga okénda paverkningar orsakade
av extracelluldrt glukos samlade i den nya variabeln X (Figur @ I denna modell beror
ickefosforylerat Migl av den nya variabeln X.

k k

T

Glu
ko k3
—_— Mig —

Vmax _I_ k1

—_—> 5uC2 —>

Figur 6: Schematisk bild 6ver hur variablerna i X-modellen paverkar varandra. Hér visas att Migl
defosforyleras av extracelluldrt glukos och inhiberar SUC2. En okédnd faktor X har lagts till som paverkas
utav extracellulart glukos samt paverkar fosforyleringen av Migl.

D& Migl inhiberar SUC2 anvéndes ekvation istallet for den loop-beskrivande ek-
vation som anvants i modell 1. ekvation anviandes for nedbrytningen av X och
SUC2. For nedbrytningen av Migl anvindes en modifierad version av ekvationen.
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Den kompletta modellen blev darmed

dSUC2 Vinaz
dt Kigr + Migl(t)" ' ©
dMigl
dlg = ko - Glu — k3 - Migl() - X () (10)
dX

—_— = -Glu — - X
dt /{4 Glu k‘5 (t)

med initialvillkoren

SUC2(0) = SUC2
Mig1(0) = Migl, (11)
X(0) = X

dar Migl,, Xo ar parametrar.

4.2.4 Reducering av X-modellen

For att gora modellen bade strukturellt och numeriskt identifierbar gjordes tva reduce-
rade versioner.

Den forsta ”svagt” reducerade modellen reducerades med tva metoder. Forst antogs
att Hill-koefficienten n i ekvation var konstant. Detta antagande gjordes eftersom
Hill-koefficienten for inhiberingen av SUC2 beror av antalet bindningssdten |19], och
antagandet gors att detta inte varierar. n valdes till 3 eftersom detta visade sig ge bra
stabilitet i optimeringen. Efter det gjordes en icke-dimensionalisering av Migl och X.
Med antagandet att

Migl() = Migl(t) - Migl, (12)
X(t) = X(t) - Xo (13)
fick vi att
dMigl ka — =
= - Glu — k3 X - Migl(t) - X (¢
= ka - Glu — k- Migl(t) - X(2)
dar E; = ko/Migl, och kg = k3 Xy, och
dX k4 -
= Glu—ks- X(¢
@~ x, G ks X (15)

=ky-Glu—ks - X(t)

10
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dar 7<:v4 = ky4/Xo. Den svagt reducerade modellen blev alltséa

dsuce Vinaz

_ o k- SUC2(t)
dt Kytig1 + Migl(t)»
dMigl ~ R TP
d:tg = ko - Glu — k3 - Migl(t) - X (¢) 1o
dX —~ >
4k Clu—ks - X
i k4 G u k‘5 (t)

dir Voar = Vinas /Migl{ och f(/Migl = Kig1/Migly, med initialvillkoren

SUC2(0) = SUC2g

Migl(0) = 1 (17)
X(0)=1.

Modellen har sju parametrar (f/mam, ?Migl, k1, E, ks, E, ks).

Den "tungt” reducerade modellen togs fram pa liknande sétt, men dessutom gjordes ett
antagande om steady state for alla tre variabler. Forst gjordes samma antagande om n
som i den svagt reducerade modellen f6ljt av antagandet i ekvation . Sedan gjordes
antagandet att N

dX

—(07) =0,

2 (07)

det vill sdga att X var konstant fram tills att glukoshalten minskades. Detta gav att
e X(0)=k
X, o = Fs = ks

dar Glug- innebar glukoshalten innan minskning i koncentration. Med samma notation

som i ekvation fick vi da att

ax = ky - Glu — ky - Glug- X (¢).
dt
Pa samma sétt icke-dimensionaliserades Migl med antagandet fran ekvation och
sedan gjordes antagandet
dMigl
dt

Med notationen fran ekvation 1) gav det pa samma séitt som for X att

(07) = 0.

dMigl —~ — o
d;g = ko - Glu — ks - Glug- - Migl(t) - X(1).
Sist gjordes ett antagande att
dasuc2,
—=(07) =0,

11
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vilket gav att

Vinaz Vinaz - Migly . Vimaz

k1 -SUC2y = . == - 7= ‘
KMigl + Mlglg KMigl . Mlglg + Mlglg KMigl + ]-

Med samma notation som i ekvation blev den tungt reducerade modellen d&a

d 2 Nmax max
SUC _ VN W SUC2()
dt Kitigt + Migl(t)"  (Kigr + 1)SUC20
dMigl — — — — .
d;g — k- Glu— kg - Glug- - Migl(t) - X () (18)
dX ~ — -
— = k4 - Glu — k‘4 -Gluof X(t)
dt
med initialvilkor
SUC2(0) = SUC2g
Migl(0) = 1 (19)

X(0) = 1.

Den tungt reducerade modellen har dédrmed 4 parametrar (Vmax, %Migl, /k;, //;:;)

4.3 Strukturell identifierbarhet

For att undersoka strukturell identifierbarhet hos de olika reduktionerna av X-modellen
anvandes det fardiga Wolfram Mathematica-paketet [20] Identifiability Analysis [21].

4.4 Parameteruppskattning

Parameteruppskattningen gjordes med MATLAB R2018a [22], "Optimization Toolbox”
[23] och ”Statistics and Machine Learning Toolbox” [24]. Har presenteras en 6vergripande

bild 6ver koden som anvéndes for parameteruppskattningen. For detaljer och resten av
koden se appendix

4.4.1 Modellformulering

For att kunna optimera parametrarna hos modellerna formulerades modellerna som
MATLAB-funktioner. Denna formulering genomgick flera iterationer, men landade pa
en funktionsframstéllning (se t.ex. XModel, appendix . Det gjorde att modellerna
latt kunde skickas som function handle:s |25, kap. 13]. I grunden tar modellfunktionen
parametrar till modellen och ger tillbaka ett function handle med hogerledet i model-
lens ODE och initialvilkor till ODE:mn. For att ¢ka lasbarheten gavs &dven map:s Over
reaktanterna och parametrarna i modellen tillbaka av modell-funktionen. Initialvirdet
hos reaktanten det finns data for (dvs. SUC2) fordes dven in som ett eget argument,
vilket motiverades fran en simuleringsstandpunkt.

12
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4.4.2 Modellsimulering

Modellerna simulerades med en ODE-losare i MATLAB. En modell kan fa olika kva-
litativa beteenden beroende pa parametrarna, vilket gjorde att olika losare behovde
anvandas eftersom lésarvalet beror pA ODE:ns beteende [26) kap. 11]. Darfér anvandes
bade oded5 och odel1b5s. Ett exempel pa denna simulering finns i simulate_model (ap-
pendix. ode45 anvandes forst da den har hogre hastighet och om problemet visade
sig vara svarlost pa ett sdtt som ode45 inte kunde hantera anvindes istéllet ode15s.

For att minimera antalet parametrar som behévde uppskattas anvindes den forsta da-
tapunkten i tidsserien som initialvirde fér SUC2. Den erhéllna lésningen p& modellen
interpolerades dven till de tidpunkter som uppmétts i datan for att gora jamforelser sa
enkla som méjligt. Dessa tva krav gor att alla modellsimuleringar kréver att data finns. I
praktiken skapade detta inte nagra problem, eftersom simuleringarna bara &r intressanta
i relation till datan.

4.4.3 Parameteroptimering

For att testa modellen anvidndes minstakvadratmetoden pa jastpopulationens medelvér-
de for att ta fram de optimala parametrarna. Modellen simulerades givet vissa paramet-
rar och resultatet jamfordes med datan for att ta fram residualerna. Minimeringsproble-
met 16stes med fminunc, med Kvasi-Newton-metoden BFGS vald som 16sningsmetod. Ett
exempel pa detta finns i optimize_model_params_average (appendix . Eftersom
modellen simulerades flera ganger per optimeringssteg automatiserades ODE-16sarbytet.

4.5 Residualanalys

Residualanalys gjordes i MATLAB [22] genom att generera QQ-plottar och plotta resi-
dualerna over tid. Mer detaljer om utrédkningarna kan ses i appendix [E.6.1]

5 Resultat frAn parameteruppskattningar

Nedan presenteras resultaten fran parameteruppskattningarna for de olika modellerna.
Déar det ar av viarde presenteras dven resultaten fran identifierbarhets- och residualana-
lysen. Fullstdndiga resultat finns i appendix [D] Den exakta koden som anvénts for att
ta fram figurerna och tabellerna finns i main.m i appendix [E.6.2]

13
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5.1 Modell 0 & 1

Modell 0 ges av ekvation @ och @ och modell 1 ges av ekvation och @ Resultatet
av simuleringen visar att modellerna inte beskriver den experimentellt observerade datan
och modellerna analyserades dérfor inte vidare (Figurerna [7a)och .

3000 T T T T T T T T T 3000

Individual cells Individual cells
Population average Population average
Simulated value 1 2500 - Simulated value

2500

2000 1 2000 -

1500 -

Fluorescence
Fluorescence
a
3
3

1000 1 1000
500 [ 4 500 =
0 I I I I I I I I I 0 I I I I I I I I I
0 10 20 30 40 50 60 70 80 90 100 0 10 20 30 40 50 60 70 80 90 100
Time (5 min) Time (5 min)
(a) Modell 0 (b) Modell 1

Figur 7: Simulering av modell 0 och 1. Experimentella fluorescensmétningar fér 198 individuella celler
over tid. Medelvérdet hos populationen (svart kurva) och simulerade varden (réd kurva) for modell 0
(del a) och modell 1 (del b).

5.2 X-modellen

X-modellen ges av ekvation (10) och . Modellen visade sig inte vara strukturellt
identifierbar (appendix |C.1)).

5.3 Den svagt reducerade X-modellen

Den svagt reducerade X-modellen som beskrivs av ekvation och ar strukturellt
identifierbar (appendix |C.2)). Modellen har 7 okédnda parametrar

0= [Vmawaf(/MighklvE;y ks, k1, k5} .

Startgissningar pa dessa finns beskrivna i appendix [D-3] och de optimala parametrarna
ges i Tabell

Tabell 1: Optimala parametrar for den latt reducerade X-modellen.

Vmax Kmig k1 k2 k3 k4 k5
10.1811 | -0.1268 | 0.1175 | 2.0104 | 0.2619 | 3.2223 | 0.5196

Resultatet av simuleringen visar att modellen beskriver den experimentellt observerade
datan (Figur [g).

14



Augustsson, Sandén, Selldén, Zetterberg 5. Resultat fran parameteruppskattningar

3000 T T T T T T T T T
Individual cells
Population average

2500 Simulated value 1

2000 il

Fluorescence
-
o
o
S
T
1

1000 .
500 k/_\ |

O 1 1 1 1 1 1 1 1 1
0 10 20 30 40 50 60 70 80 90 100

Time (5 min)

Figur 8: Simulering av den svagt reducerade X-modellen. Experimentella fluorescensmétningar fér 198
individuella celler 6ver tid. Medelviardet hos populationen (svart kurva) och simulerade varden (rod
kurva) for den svagt reducerade X-modellen.

5.3.1 Numerisk identifierbarhet

Inversen av den erhéllna approximerade Hessianen innehéller negativa virden pa diago-
nalen (appendix[D.3)). Det innebér att kovariansmatrisen for de uppskattade parametrar-
na inte kan berdknas och det gar inte att avgéra om modellen r numeriskt identifierbar.

5.3.2 Residualanalys

Residualanalysen visar att de storsta och minsta residualerna avviker fran en rét linje
pa ett siatt som implicerar att deras férdelning &r skev at hoger ("positively skewed”)
(Figur E[) Det betyder att antagandet om att residualerna &r normalférdelade, som
gbrs i parameteruppskattningen, inte dr uppfyllt. Ytterligare ges att residualerna inte
ar slumpmaéssiga utan istéllet foljer en trend och residualerna har inte heller konstant

varians (Figur [10]).
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QQ Plot of Sample Data versus Standard Normal

Quantiles of Input Sample

1

0
Standard Normal Quantiles

Figur 9: QQ-plot av de standardiserade resi-
dualerna fér den svagt reducerade X-modellen.
Residualerna beskrivs pa y-axeln och x-axeln

Residualer mot tid (XModelReducedLight)

residualer r.
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t (min)

10 20 30 40 100

Figur 10: De standardiserade residualerna for
den svagt reducerade X-modellen som funktion
av tiden.

beskriver de forvantade viardena hos residualer-
na om de skulle vara standardnormalfordelade.

5.4 Den tungt reducerade X-modellen

Den tungt reducerade X-modellen som beskrivs av ekvation och ar strukturellt
identifierbar (appendix |C.3). Modellen har 4 okédnda parametrar

0= {vmaxaf{JMiglyk\;; /k‘;:| .

Startgissningar pa dessa finns beskrivna i appendix [D-4] och de optimala parametrarna
ges i Tabell

Tabell 2: Optimala parametrar for den tungt reducerade X-modellen.

k2
361.7944

k4
3.7772

Kmig
2.2794

Vmax
133.1231

Resultatet av simuleringen visar att modellen beskriver den experimentellt observerade

datan (Figur [11)).
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Figur 11: Simulering av den tungt reducerade X-modellen. Experimentella fluorescensmétningar for 198
individuella celler 6ver tid. Medelviardet hos populationen (svart kurva) och simulerade varden (rod
kurva) for den tungt reducerade X-modellen.

5.4.1 Numerisk identifierbarhet

Inversen av den erhallna approximerade Hessianen innehaller positiva virden pa diago-
nalen (appendix men eftersom negativa virden erhélls for den svagt reducerade var
det inte intressant att undersdka huruvida den tungt reducerade X-modellen &r nume-
riskt identifierbar.

5.4.2 Residualanalys

Residualanalysen visar att residualerna avviker fran en rét linje pa ett sédtt som implice-
rar att deras fordelning har firre extrema viirden &n forvintat ("light tailed”) (Figur[12).
Det betyder att antagandet om att residualerna &r normalférdelade, som gors i parame-
teruppskattningen, inte ar uppfyllt. Ytterligare ges att residualerna inte ar slumpméssiga
utan istéllet foljer en trend och residualerna har inte heller konstant varians (Figur [13).
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Figur 12: QQ-plot av de standardiserade resi-

dualerna fér den tungt reducerade X-modellen.

Residualerna beskrivs pa y-axeln och x-axeln
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Figur 13: De standardiserade residualerna for

den tungt reducerade X-modellen som funktion
av tiden.

beskriver de forvantade viardena hos residualer-
na om de skulle vara standardnormalfordelade.

6 Diskussion

I detta projekt underscktes genuttrycket av SUC2 i jast med hjélp av matematisk mo-
dellering. Tva reducerade varianter av X-modellen skapades som till skillnad fran modell
0 och 1 lyckas beskriva den exprimentellt obseverade datan. Nér resultaten fran simu-
leringarna av de reducerade X-modellerna jamférs kan det konstateras att modellerna
lyckas fanga olika aspekter av hur koncentrationen av SUC2 varierar under experimentet.
Den svagt reducerade X-modellen fangar koncentrationsforéndringen i boérjan av expe-
rimentet men lyckas inte beskriva hur uttrycket av SUC2 stabiliseras i slutet (Figur .
Den tungt reducerade X-modellen ddremot lyckas beskriva stabiliseringen av SUC2 men
fangar inte beteendet hos cellerna i borjan av experimentet (Figur . Att den tungt
reducerade modellen fangar stabiliseringsbeteendet var forvintat eftersom modellen re-
ducerades med ett antagande om att systemet var stabilt innan. Daremot &r det inte
klart vad hos steady-stateantagandet som gor att den tungt reducerade modellen inte
lyckas beskriva datans beteende i den forsta fasen.

Residualanalysen av de reducerade X-modellerna ger liknande resultat for bada model-
lerna. Slutsatsen som kan dras &r att modellerna har en del brister. Analysen gav att
antagandet om normalfordelade residualer inte ar uppfyllt samt att residualerna inte ar

slumpmaéssiga utan foljer en trend. (Figurerna |§|, och .

For den svagt reducerade X-modellen hade inversen av den approximerade Hessianen ne-
gativa virden pa diagonalen. Ddrmed kunde inte den légre gréansen for kovariansmatrisen
bestdmmas eftersom det skulle innebéra att parametrarna hade en skattad varians som
var negativ. Det gar alltsa inte att avgéra om parametrarna ar numeriskt identifierbara.
For den tungt reducerade X-modellen erhélls positiva varden pa diagonalen hos inversen
av Hessianen. Pa grund av resultatet fran den svagt reducerade X-modellen finns dock
en osdkerhet i om Hessianen kan anvindas for att berdkna kovariansmatrisen. Darfor
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gjordes inte en numerisk identifierbarhetsanalys hos den tungt reducerade X-modellen
heller.

Att den erhallna Hessianen innehdll negativa virden pa diagonalen skulle kunna ty-
da pa att kovariansmatrisen borde berdknas med en annan metod. Det framgar inte
i [12] om endast den approximation av Hessianen som anvénds i Gauss-Newton-metoden
dr lamplig att anvinda for att uppskatta kovariansmatrisen eller om andra approxi-
mationer ocksd fungerar bra. Huruvida approximationen av Hessianen som anvéinds i
Kvasi-Newton-metoden BFGS ar lamplig att anvinda for att approximera en undre be-
gransning pa kovariansmatrisen &r ddrmed inte tydligt. Da bade BFGS-Hessianen och
Hessianen i Gauss-Newton-metoden anvénds i samma syfte i optimeringsalgoritmerna
finns det anledning att tro att BFGS-Hessianen gar att anvidnda. Om approximationen
av Hessianen som anvéinds i BFGS déaremot inte ar lika lamplig, hade kovariansmatrisen
kunnat uppskattas pa ett annat siatt. Ett sidtt skulle vara att anvdnda en optimeringsal-
goritm som uppskattar kovariansmatrisen med hjélp av den approximation av Hessianen
som anvéands i Gauss-Newton-metoden.

Vid modellformuleringen gjordes antagandet att Hill-koefficienten n var konstant och
hade vérdet 3. Vérdet som tilldelades n &r inte motiverat pa annat séitt &n att den
resulterande modellen gav numeriskt stabila simuleringar. Det exakta virdet n ska fixeras
vid bor undersokas vidare. Vilket viarde n tilldelas paverkar dock inte det kvalitativa
beteendet hos modellen, sa detta dr frémst av biologiskt intresse.

Det genomsnittliga genuttrycket av SUC2 for populationen minskar i borjan for att
sedan 6ka och nd maxpunkten vid cirka t = 100 minuter. Déarefter avtar kurvan igen for
att stabiliseras efter cirka 140 minuter (Figur . Okningen kort efter glukosskiftet (fran
4 % till 0,1 %) ar ett forvantat resultat eftersom tillverkning av SUC2 hjélper cellerna
vid 1ag glukoshalt. Darefter forvintades uttrycket av invertaset stabiliseras och hallas
konstant eftersom glukoshalten ar fortsatt lag (0,1 %) under resten av experimenttiden.
Istéllet sker en minskning av SUC2 efter maximat, vilket bada X-modellerna fangar.
Att genuttrycket av SUC2 minskar efter maximat kan bero pa att cellen kidnner av att
det inte finns nagon sackaros i dess omgivning (glukoshalten i cellen 6kar inte igen) och
agerar déarefter. Om sackaros inte finns tillgdngligt behéver cellen utnyttja alternativa
kolkéllor och ddmpar kanske darfor uttrycket av SUC2 for att ligga energi pa uttrycket
av andra gener.

I X-modellen anvéndes tillstandsvariabeln X som en matematisk representation av alla
de okénda komponenter som kan paverka genuttrycket av SUC2. Det &r oklart vad X
skulle kunna ha for biologisk betydelse. Da bildningshastigheten av X &r direkt propor-
tionell mot glukoskoncentrationen kan X inte representera det fosforylerade Snfl*. Det
ar heller inte rimligt att X star for det ickefosforylerade Snfl da nedbrytningshastigheten
av Migl &r direkt proportionell mot X.

Trots att X-modellerna beskriver datan vil kan de inte anvindas for att gora predik-

tioner om det biologiska systemet. Detta beror pa att det inte kunde avgoras huruvida
modellernas parametrar ar numeriskt identifierbara. Hér finns stor utvecklingspotential.
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Ytterligare arbete behovs, kanske i form av andra sétt att bestdmma identifierbara pa-
rametrar, for att kunna gora prediktion och sluta den systembiologiska cykeln (Figur [1).

For att vidare kunna dra slutsatser om hur signalvigen fungerar kan cellvariabiliteten
hos populationen studeras. Da datan som anvéindes i projektet bestar av métningar
for individuella celler skulle det ga att anvdnda datan for att uppskatta individuella
parametrar for cellerna och undersoka skillnader mellan dem [7] [18]. Detta kunde inte
goras i projektet eftersom parameteruppskattningen for en del av de individuella cellerna
inte kunde genomforas. Det beror pa att uttrycket hos vissa celler skiljer sig mycket fran
populationens medelvéirde, och en mer flexibel parameteruppskattningsalgoritm skulle
behdovas.

7 Slutsats

De tva X-modellerna lyckas beskriva olika aspekter av hur uttrycket av SUC2 varierar
med tiden. Parametrarna i badda modellerna var strukturellt identifierbara givet SUC2
som utdata men det gick inte att dra nagra slutsatser om den numeriska identifierbar-
heten. Darmed gar det inte att anvinda modellerna for att goéra prediktioner av det
biologiska systemet. Det kan konstateras att det fér den aktuella signalvigen fungerade
béttre att anvinda en inhiberingsterm for att beskriva bildningshastigheten av SUC2,
som gjordes i X-modellerna, dn att anvinda den ”loop-beskrivande” ekvation som an-
vindes i modell 1 eller det omvéant proportionella férhéllandet till glukoskoncentrationen
som antogs i modell 0.
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A Dataframstallning

Datan som anvéinds i projektet ar framstélld av Niek Welkenhuysen. Datan beskriver hur
fluorescensen av YFP fordndras 6ver tid i individuella jastceller och ar framstélld med
hjalp av fluorescensmikroskopi och ett mikrofluidiksystem. Ett mikrofluidiksystem bestar
av utrustning som mojliggor att celler kan hallas pa plats samtidigt som naringsmedium
kan tillféras kontinuerligt genom ett in- och utlopp . Det medfor att cellerna kan
analyseras genom mikroskopi och att den yttre koncentrationen av glukos (0,1%) kan
héllas konstant.

I dataframstéllningen togs bilder av cellerna var femte minut i 97 tidpunkter. Bilderna
togs vid tva platser som totalt inneholl 200 individuella celler. Med hjélp av bildanalys
bestdmdes sedan fluorescensintensiteten av YFP i cellerna. Cellerna kategoriserades édven
efter cellstorlek métt i pixlar vid experimentets start. I Figur[14] visas bilderna frén négra
av cellerna vid vissa tidpunkter.

Time 0 min 50 min 100 min 150 min 200 min 250 min 300 min 350 min 400 min 450 min
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Figur 14: Ovre panelen &r bilder fran ljusfilt och fluorescensmikroskopi, dir en cell (indikerad av den
vita pilen) f6ljs 6ver tiden nir den yttre glukoskoncentrationen dndras fran 4 % till 0,1 % vid tidpunkt
0. Nedre panelen ar sparet av uppmétt intensitet hos cellen. Bla markorer representerar métningen fran
bilderna ovan.

Datan &r tillgdnglig vid forfragan, niek@chalmers.se. I projektet utelamnades data fran
tva celler eftersom den uppmaétta cellstorleken hos dessa celler hade orimliga vérden.
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B Approximation av Hessianen

Foér vir kostnadsfunktion (ekvation (4)), dér residualerna antas vara normalfrdelade
med konstant varians o2, ges i [12] att Fisher information matrix beskrivs enligt

F(d) = ;(gg)T(gg) (20)
agy | . S
(ﬁ)_ Oim ... im )

Fér den kostnadsfunktion f(@) som anvénds projektet (ekvation ) hérleds i [15] fol-
jande approximation av Hessianen

A A or\T /0r og\T ;09
10)~10) = (35) (55) = Ga) (o) @)
under antagandet att residualerna ar sma. Det &r darfor mojligt att approximera Fisher
information matrix och kovariansmatrisen med approximationen av Hessianen (ekva-

tion (22)) [12].

C Strukturell identifierbarhet

Koden i detta appendix ar fran Wolfram Mathematica-paketet [20] Identifiability Analy-
sis [21]. T alla modellerna &r x1 =SUC2, x5 =Migl och x3 =X. z; ar satt som utdata
och x1(0) ar godtyckligt vald.

C.1 X-modellen

Resultat fran strukturell identifierbarhetsanalys av X-modellen. Modellen ar inte struk-
turellt identifierbar. Resultatet ges att {61, 03, 04, 05,07, 05, 09 }, vilka motsvaras av {Viaz,
ko, k3, ks, Miglo, Xo, Karig1 }, ér ickeidentifierbara parametrar.

Needs[“Identifiability Analysis”];

deq ={

24[t] == 61/ (69 + z2[t]®) — 02 * 1[t], 21[0] == 0,

h[t] == 03 * 0.001 — 04 * z2[t] * 23[t], 22[0] == 67,

z4[t] == 05 * 0.001 — 06 * z3[t], 23[0] == 65} ;

iad = Identifiability Analysis [{deq, z1[t]} , {z1, z2, 3} , Table [6;, {1, 9}] , ¢]
iad[“NonldentifiableParameters”)
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Identifiability AnalysisData[False, <>|

{61,03,04,605,07,05,69}

C.2 Den svagt reducerade X-modellen

Resultat fran strukturell identifierbarhetsanalys av den svagt reducerade X-modellen.
Modellen &r strukturellt identifierbar.

Needs[“Identifiability Analysis”);

deq ={

zi[t] == 61/ (62 + z2[t]3) — 03 * 21[t], 21[0] == O,

zh[t] == 04 % 0.001 — 05 * z3[t] * z3[t], z2[0] == 1,

z4[t] == 66 * 0.001 — 07 * z3[t], z3[0] == 1};

iad = Identifiability Analysis [{deq, z1[t]} , {1, %2, x3} , Table [6;, {i, T}] , t]

iad[“NonldentifiableParameters”)

Identifiability AnalysisData[True, <>

{

C.3 Den tungt reducerade X-modellen

Resultat fran strukturell identifierbarhetsanalys av den tungt reducerade X-modellen.
Modellen &r strukturellt identifierbar.

Needs|[“Identifiability Analysis”];
deq = {
z[t] == 61/ (02 + z2[t]3) — ((61/ (0.02 % (62 + 1))) * z1[t]) , z1[0] == 0.02,
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zh[t] == 63 % 0.001 — O3 * 0.04 * z2[t] * z3[t], z2[0] == 1,
:Eé[t] == 04 % 0.001 — 64 x 0.04 * 23[75], a:3[0] == 1} ;
iad = Identifiability Analysis [{deq, z1[t]} , {z1, 2, 3} , Table [6;, {i,4}] , ¢]

iad[“NonldentifiableParameters”]

Identifiability AnalysisData|True, <>

{

D Fullstandiga resultat frin parameteruppskattning

Hér presenteras de fullstdndiga resultaten fran parameteruppskattningarna, inklusive de
resultat som inte var relevanta for diskussionen.

D.1 Modell O

Tabell 3: Startparametrar for modell 0.

k1 k2
1.0000 | 1.0000

Tabell 4: Optimala parametrar fér modell 0.

k1 k2
0.1248 | 0.2127
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Figur 15: Simulering av modell 0. Experimentella fluorescensmétningar fér 198 individuella celler 6ver tid.

Medelvéirdet hos populationen (svart kurva) och simulerade virden (réd kurva) fér den svagt reducerade
X-modellen.

Inversen av Hessianen i den optimala punkten blev
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Figur 16: QQ-plot av de standardiserade resi- Figur 17: De standardiserade residualerna for
dualerna for modell 0. Residualerna beskrivs modell 0 som funktion av tiden.

pa y-axeln och x-axeln beskriver de forvanta-

de vérdena hos residualerna om de skulle vara

standardnormalférdelade.
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D.2 Modell 1

Tabell 5: Startparametrar for modell 1.

Miglp0 | ki k2 k3 k4
0.5000 | 1.0000 | 1.0000 | 1.0000 | 1.0000

Tabell 6: Optimala parametrar for modell 1.

Miglp0 | kil k2 k3 k4
10.2190 | 4.9191 | 0.5408 | 124.8731 | 0.2128
3000 T T
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Population average
2500 - Simulated value 4
2000 4

Fluorescence
-
o
=)
s
T
1
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e
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1
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Figur 18: Simulering av modell 1. Experimentella fluorescensmétningar fér 198 individuella celler 6ver tid.
Medelvéirdet hos populationen (svart kurva) och simulerade virden (réd kurva) f6r den svagt reducerade
X-modellen.

Simulated reactant value

0 10 20 30 40 50 60 70 80 90 100
Time (5 min)

Figur 19: De simulerade virdena av Migl efter
parameteruppskattning for modell 1.
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Figur 20: QQ-plot av de standardiserade resi-
dualerna for modell 1. Residualerna beskrivs
pa y-axeln och x-axeln beskriver de forvéinta-
de viardena hos residualerna om de skulle vara
standardnormalférdelade.
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Figur 21: De standardiserade residualerna for
modell 1 som funktion av tiden.

D.3 Den svagt reducerade X-modellen

Tabell 7: Startparametrar for den svagt reducerade X-modellen.

Vmax | Kmig k1l

k2

k3 k4 kb

10.0000 | 1.0000 | 1.0000

1.0000

1.0000 | 1.0000 | 1.0000

Tabell 8: Optimala parametrar for den svagt reducerade X-modellen.

Vmax Kmig k1

k2

k3 k4 k5

10.1811 | -0.1268 | 0.1175

2.0104

0.2619 | 3.2223 | 0.5196
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Figur 22: Simulering av den svagt reducerade X-modellen. Experimentella fluorescensmétningar fér 198
individuella celler 6ver tid. Medelvirdet hos populationen (svart kurva) och simulerade véirden (rod

kurva) for den svagt reducerade X-modellen.
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Figur 23: De simulerade virdena av Migl efter
parameteruppskattning for den svagt reducera-

de X-modellen.

X-modellen.
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Figur 24: De simulerade viardena av X efter pa-
rameteruppskattning for den svagt reducerade
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QQ Plot of Sample Data versus Standard Normal
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Figur 25: QQ-plot av de standardiserade resi-

dualerna fér den svagt reducerade X-modellen.

Residualerna beskrivs pa y-axeln och x-axeln

beskriver de forviantade vardena hos residualer-

na om de skulle vara standardnormalférdelade.

Residualer mot tid (XModelReducedLight)

residualer r.
o
o
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Figur 26: De standardiserade residualerna for

den svagt reducerade X-modellen som funktion
av tiden.

D.4 Den tungt reducerade X-modellen

Tabell 9: Startparametrar for den tungt reducerade X-modellen.

Vmax | Kmig

k2 k4

1.0000 | 1.0000

1.0000 | 1.0000

Tabell 10: Optimala parametrar for den tungt reducerade X-modellen.

Vmax Kmig

k2 k4

133.1231 | 2.2794

361.7944 | 3.7772
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Figur 27: Simulering av den tung reducerade X-modellen. Experimentella fluorescensmétningar fér 198
individuella celler 6ver tid. Medelvirdet hos populationen (svart kurva) och simulerade véirden (rod
kurva) for den svagt reducerade X-modellen.

\
|
|

1 : :
0.91 / 0.9 |
|
0.8 1 / 08|
/
© ©
207 / Z 07
206 ‘ / E 06
< I3
g o5 ‘ // gos5r |
] 3 \
5 04f Z04r |
E / F] \
= / ] \
403 ‘ / 031\
/ \
0.2 ‘ / 0.2 \
0.1 —l/ 0.1
0 . . . . . . . . . 0 .
0 10 20 30 40 50 60 70 8 90 100 o 10

Figur 28: De simulerade virdena av Migl efter
parameteruppskattning for den tungt reduce-

rade X-modellen.

Time (5 min)

X-modellen.

Inversen av Hessianen i den optimala punkten blev

1 A
BFGS( ) =

20

30

40 50 60
Time (5 min)

70 80 90 100

Figur 29: De simulerade virdena av X efter pa-
rameteruppskattning for den tungt reducerade
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Figur 30: QQ-plot av de standardiserade resi-

dualerna fér den tungt reducerade X-modellen.
Residualerna beskrivs pa y-axeln och x-axeln

Resi mot tid (XModelReducedHeavy)

residualer r.
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Figur 31: De standardiserade residualerna for

den tungt reducerade X-modellen som funktion
av tiden.

beskriver de forvantade viardena hos residualer-
na om de skulle vara standardnormalfordelade.

E MATLAB-kod

Hér presenteras koden som anvénts i projektet. All kod finns dessutom tillgénglig pa
https://github.com/cvijoviclab/BachelorProject2019.

I koden hanteras ofta ”mean fluorescence” hos en cell eller population. P& olika stéllen
bendmns det som "fluorescence” alternativt "mean”, men bada ord ar férkortningar for
samma sak. Ordet ”average” har anvénts for att bendmna populationens genomsnitt.

E.1 Modeller

Olika modeller som kan parameteruppskattas.

E.1.1 ModelO

function [ODEfuncHandle,
, Suc20)
%MODELO A first primitive model where SNF1 and Migl are blackboxed

% The reactants that are used in the model.
reactants = {’Suc2’};

% This creates a map of reactants.
map = containers.Map(reactants,

initCond, map, parameterNames] = ModelO(parameters

Keep as is.
1:size(reactants ,2));

% This creates a
parameterNames =

map of parameters.

{’k17, "k27};

to parameters

numParams = numel (parameterNames) ;
array2table (parameters (1:numParams),

p=
’VariableNames’, parameterNames) ;
Glu = 0.001;

% The function to be returned
function dydt = ODE_func(t, y)

% Assign names
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dydt = zeros(size(reactants, 2), 1);

% Reactant values that should change in the model.

dydt (map(’Suc2’)) = p.k1 ./ Glu - p.k2 .*x y(map(’Suc2’));

end

ODEfuncHandle = Q@ODE_func;

% Enter initial conditions

initCond = zeros(size(reactants, 2), 1);

initCond (map(’Suc2’)) = Suc20;
end

E.1.2 Modell

function [ODEfuncHandle, initCond, map , parameterNames] = Modell (parameters

, Suc20)
%MODEL1 One of the first two models

% The reactants that are used in the model.

reactants = {’Suc2’,...
'Miglp’};
% This creates a map of reactants. Keep as is.
map = containers.Map(reactants, 1l:size(reactants,2));
% This creates a map of parameters.
parameterNames = {’Miglp0’, °’k1’, ’k2’, ’k3’, ’kd’};
% Assign names to parameters
numParams = numel (parameterNames) ;
p = array2table(parameters (1:numParams),
’VariableNames’, parameterNames) ;
glu ? 0.001;

% The function to be returned
function dydt = ODE_func(t, y)
dydt = zeros(size(reactants, 2), 1);

%» Reactant values that should change in the model.

dydt (map(’Migip’)) = p.k1 ./ Glu .*x (A - y(map(’Migip’)))...

- p.k2 .x y(map(’Miglp’));

dydt (map(’Suc2’)) = p.k3 .x y(map(’Miglp’)) - p.k4 .x y(map(’Suc2’)

>

end
ODEfuncHandle = Q@ODE_func;

% Enter initial conditions
initCond = zeros(size(reactants, 2), 1);
initCond (map(’Suc2’)) = Suc20; 7 Not backed by anything,
init value
initCond (map(’Miglp’)) = p.MiglpO;
end

E.1.3 XModelReducedLight

function [ODEfuncHandle, initCond, map , parameterNames] =
XModelReducedLight (parameters, Suc20)

%XMODELREDUCEDLIGHT A lightly reduced X-model with constant n

%» Nondimensionlization was used to redcue model mildly

% The reactants that are used in the model.

reactants = {’Suc2’,...
‘Mig?, ...
XY
% This creates a map of reactants. Keep as is.
map = containers.Map(reactants, l:size(reactants,2));

% This creates a map of parameters.
parameterNames = {’Vmax’, ’Kmig’, ’ki1’, ’k2’, k3’7, ’k4’,

34
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14

15 % Assign names to parameters

16 numParams = numel (parameterNames) ;

17 p = array2table(parameters (l:numParams),

18 ’VariableNames’, parameterNames) ;

19 n = 3;

20 Mig0 = 1;

21 X0 = 1;

22 Glu = 0.001;

23

24 % The function to be returned

25 function dydt = ODE_func(t, y)

26 dydt = zeros(size(reactants, 2), 1);

27

28 % Reactant values that should change in the model.

29 dydt (map(’Suc2’)) = p.Vmax ./ (p.Kmig + y(map(’Mig’))."n)

30 - p-k1 .*x y(map(’Suc2’));

31

32 dydt (map(’Mig’)) = p.k2 .* Glu - p.k3 .* y(map(’Mig’)) .* y(map(’X’
)5

33

34 dydt (map(’X’)) = p.k4 .x Glu - p.k5 .*x y(map(’X’));

33 end

37 ODEfuncHandle = QODE_func;

38

39 % Enter initial conditions

40 initCond = zeros(size(reactants, 2), 1);

41 initCond (map(’Suc2’)) = Suc20;

42 initCond (map(’Mig’)) = MigO0;

43 initCond (map(’X’)) = XO0;

44 end

E.1.4 ZXModelReducedHeavy
1 function [ODEfuncHandle, initCond, map, parameterNames] =
XModelReducedHeavy (parameters, Suc20)

2 %XMODELREDUCEDHEAVY A heavyliy reduced X-model using steady state
3 % Steady state assumtions were made to reduce the model

4

5 % The reactants that are used in the model.

6 reactants = {’Suc2’,...

7 'Mig’, ...

8 X0}

9 % This creates a map of reactants. Keep as is.

10 map = containers.Map(reactants, 1l:size(reactants,2));

11

12 % This creates a map of parameters.

13 parameterNames = {’Vmax’, ’Kmig’, ’k2’, ’k4d’};

14

15 %» Assign names to parameters

16 numParams = numel (parameterNames) ;

17 p = array2table(parameters (1:numParams),

18 ’VariableNames’, parameterNames) ;

19 n = 3;

20 Mig0 = 1;

21 X0 = 1;

22 Glu = 0.001;

23 GluOm = 0.04;

24

25 % The function to be returned

26 function dydt = ODE_func(t, y)

27 dydt = zeros(size(reactants, 2), 1);

28

29 % Reactant values that should change in the model.

30 dydt (map(’Suc2’)) = p.Vmax ./ (p.Kmig + y(map(’Mig’))."n) .
31 - p.Vmax ./ (Suc20 .* (p.Kmig + 1)) .* y(map(’Suc2’));
32

33 dydt (map(’Mig’)) = p.k2 .* Glu ...

34 - p.k2 .* GluOm .* y(map(’Mig’)) .*x y(map(’X’));

35

36 dydt (map(’X’)) = p.k4 .* Glu - p.k4 .* GluOm .* y(map(’X’));

35
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end
ODEfuncHandle = Q@ODE_func;

% Enter initial conditions

initCond = zeros(size(reactants, 2), 1);
initCond (map(’Suc2’)) = Suc20;
initCond (map (’Mig’)) = MigO0;

initCond (map (’X’)) =
end

X0;

E.2 Simulering

E.2.1 simulate_model

function [simFluorescence, simReactants] = simulate_model (Model,
params , measuredName, data)

%SIMULATE_MODEL Summary of this function goes here

yA Detailed explanation goes here

% Get measured fluorescence starting value from data
fluorescenceValues = plotable_fluorescence (data);
fluorescenceAverage = mean(fluorescenceValues, 2);

the model to use
initCond, map] =

% Generate
[ModelODE,

%» Use data to get timepoints
timePoints = 1:size(data{1},
the model

odel15s (ModelODE, timePoints, initCond) ;
simConc (:, map(measuredName)) ;

Model (params,

1)

% Simulate
[~, simConc] =
simFluorescence =

simReactants = array2table(simConc,
% Add non-measured reactant

’VariableNames’,

fluorescenceAverage (1)) ;

keys (map));

for reactant = keys(map)

simReactants.(reactant{1}) = simConc(:, map(reactant{1}));
end
end

E.3 Parameteruppskattning

E.3.1 optimize_model_params_average

function [optimalParameters, optInfo, optParamTable,
optimize_model_params_average (model, initParams,
, init0OdeSolver)

invHessian] =
data,

meas_reac...

%0PTIMIZE_MODEL_PARAMS Optimizes the parameters of a chemical model given

data.
% This version has a fixed measured reactant

0

h Args:

yA model: A function representation of a model of the reactions.

pA return an ODE function handle, initial conditions and a map of

yA reactant names given some parameters.

0

/A

yA init_params: The initial values of the parameters given to the model.
0

/A

pA data: The data to fit the model to.

yA a field ’Mean’ to be compared to the model results in the given
yA reactant, with the tables lying in a cell array.

yA all have equally long time series.

0

/A

pA meas_reac: The measured reactant from the model that should be compared
yA to the data.

h

36
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init0OdeSolver: An ode solver to start with.

Returns:

optimal_parameters: The paramaters that gives the model the least
square error when compared to the data.

opt_info: Information about the optimization as given by fminunc.

% Time data is missing, so equal time distribution assumed. The data is

h

asumed to have the same size for all time series.

time_points = 1l:size(data{1}, 1);

% Get the average mean fluorescence at every time point
mean_average = mean(plotable_fluorescence (data), 2);

A

Get the number of reactants

-,

tempInitCond, ~, paramNames] = model(initParams, mean_average (1));

numReac = size(tempInitCond, 2);

h

Set options for the ODE solver

simOpt = odeset(’NonNegative’, ones(numReac, 1), ’Stats’, ’off’);

b

See if odeSolver was given

if nargin < 5

initOdeSolver = Qode45;

end

defaultSolvers = {@oded45, @odelb5s};
startSolver = ;

% Test if inital solver is in dafault solvers

solverInDefaults = false;
for j = 1:numel(defaultSolvers)

if isequal(initOdeSolver, defaultSolvers{j})

solverInDefaults = true;
% Set so that we begin on inital solver
startSolver = j;
break;
end
end
% Add unique init solver to solvers

if ~solverInDefaults

solvers = {init0OdeSolver, defaultSolvers};
else

solvers = defaultSolvers;
end

% A function returning the error of a model given some parameters. The
% model is simulated once with the average data initial value as
% initial value, but is compared to each individuals time series.

function error = model_error (params)
[ODE_func, init_cond, map] = model (params, mean_average (1)) ;
allSolversTried = false;
curSolver = startSolver;
while ~allSolversTried
try
[~, s1m _data] = solvers{curSolver}(ODE_func, time_points,

"init_cond, simOpt) ;

% Calculate the square error compared to every time series

and use
% the sum as a measurement of the correctness of the
parameters.
error = 0;
for i = 1:size(data, 2)
error = error ...
+ sum (...
(sim_data(:, map(meas_reac)) - data{il}.Mean) . 2);
end
return
catch
disp(func2str(solvers{curSolver}) + " failed");
curSolver = mod(curSolver, numel(solvers)) + 1;
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94 % See if all solvers have been tested
95 if curSolver == startSolver
96 allSolversTried = true; %This is unused, make mods safe
97 error = Inf;
98 return
99 else
100 disp("Trying " + func2str(solvers{curSolverl}));
101 end
102 end
103 end
104 end
106 estOpt = optimoptions(@fminunc, ’Algorithm’,’quasi-newton’,
107 ’Diagnostics’, ’on’,...
108 ’Display’, ’iter’);
109
110 [optimalParameters, ~, ~, optInfo, ~, hes] = fminunc(@model_error,
initParams, estOpt);
111 invHessian = inv (hes);
112 disp(invHessian) ;
113
114 numParams = numel (paramNames) ;
115 optParamTable = array2table (optimalParameters (1:numParams), ’VariableNames’
, paramNames) ;
116 end
E.4 Visualisering
E.4.1 plotable_fluorescence
1 function fluorescenceValues = plotable_fluorescence(dataSeries)
2 %PLOTABLE_FLUORESCENCE Compiles fluorescence for plotting.
3
4 numTimePoints = size(dataSeries{1}.Mean, 1);
5 numTimeSeries = size(dataSeries, 2);
6
7 fluorescenceValues = zeros(numTimePoints, numTimeSeries);
8
9 for i=1:numTimeSeries
10 % Add to sum at every time point
11 fluorescenceValues(:, i) = dataSeries{il}.Mean;
12 end
13
14 end
E.4.2 visualize_mean
1 function [idvPlot, avgPlot] = visualize_mean(dataSeries, axis)
2 %SVISUALIZE_MEAN
3
4 if ~exist(’axis’,’var’)
5 % get dafault axis
6 axis = gca;
I end
9 % Vector to save sum of flourecence at different time points
10 fluorescenceValues = plotable_fluorescence(dataSeries);
11
12 % Define individual color
13 1idvCStr = #AAAAAA’;
14 idvColor = sscanf (idvCStr(2:end),’%2x%2x%2x’,[1 3]1)/255;
15
16 idvPlots = plot(fluorescenceValues, ’Color’, idvColor);
17 idvPlot = idvPlots (1) ;
18
19 fluorescenceAverage = mean(fluorescenceValues, 2);

NN
=]

% Define average color
avgCStr = ’'#666666 7 ;
avgColor = sscanf (avgCStr(2:end),’%2x%2x%2x’ ,[1 3]1)/255;

N
»

[V
w

[\
(SIS

hold omn
avgPlot = plot(axis, fluorescenceAverage, ’LineWidth’, 1.5,

NN
~N 3

38



Augustsson, Sandén, Selldén, Zetterberg E. MATLAB-kod

’Color’, avgColor);
hold off

E.4.3 visualize_editable_model

function visualize_editable_model (Model, startParams, measuredName, data)
%sVISUALIZE_EDITABLE_MODEL Summary of this function goes here

yA Detailed explanation goes here
curParams = startParams;
try
[~, ~, ~, parameterNames] = Model(startParams, 1); %0nly use this for
map
Ulon = true;
catch ME
UIon = false;
end
drawEverything;

function drawEverything
hdrawEverything Solves the O0DEs for current values and plots them with
hcontrols

clf

% Create axis that wont colide with UI
axLeft = axes(gcf,’OuterPosition’,[0 O 0.7 1]1);

% Solve the ODE
simy = simulate_model (Model, curParams, measuredName, data);

% Plot the solution
visualize_model (simy, data, axLeft);
title (func2str (Model)) ;

% Draw the UI

end

function drawUI
%drawUI Draws the UI elements

uicontrol(gcf, ’Style’, ’pushbutton’, ’Callback’, Q@reset,
’Units’,’normalized’,...
’Position’, [0.85 ((numel (parameterNames)+2)*0.05) 0.05
0.05]1,...
>String’, ’Reset’)
% Draw UI elements for every data field
for i = 1l:numel(parameterNames)
% Get the field name
var = parameterNames{i};

% Height to draw elements at
h = (numel (parameterNames)-(i-1))=*0.05;

% Draw title of value-slider
uicontrol (gcf,’Style’,’text’,’Units’,’ normalized’,...
’Position’,[0.7 h 0.05 0.05],’String’, var + string(’=’));

% Draw editable textbox with field value

uicontrol (gcf,’Style’,’edit’,’Units’,’ normalized’,...
’Position’,[0.75 h 0.05 0.05],...
’String’, curParams(i), ..

’Callback’, @(s,e) update(s,e,var));

% Draw slider that controls field value

uicontrol(gcf,’Style’, ’slider’, ’Min’ ,0,...
’Max’ ,6xstartParams (i), ...
’Value’,curParams (i), ’Units’,’normalized’,...

’Position’, [0.8 h 0.18 0.05],...
’Callback’, @(s,e) update(s,e,i) );
end
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end
function update(source,~,var)

%update Updates the parameter var with new value and redraws everything

% Sets parameter to the updated value

if (source.Style == "slider")
curParams (var) = source.Value;
elseif (source.Style == "edit")
curParams (var) = str2double(source.String);
end
% Redraws the figures with new values
drawEverything
end
function reset(src,event)
curParams = startParams;
drawEverything;
end

end

E.4.4 visualize_model

function plots = visualize_model(simFluorescence, data, axis)
%HVISUALIZE_MODEL Visualize model solution given parameters over data

if ~exist(’axis’,’var’)
% get dafault axis
axis = gca;
end
% Visualize the data
[idvPlot, avgPlot] = visualize_mean(data, axis);

% Define average color
simCStr = ’#D2040A°;
simColor = sscanf(simCStr (2:end),’%2x%2x%2x’,[1 3])/255;

% Plot simulation of model

hold on

simPlot = plot(axis, simFluorescence, ’Color’, simColor, ’LineWidth’,
hold off

xlabel ("Time (5 min)",’Interpreter’, ’latex’);

ylabel ("Fluorescence",’ Interpreter’, ’latex’);

plots = [idvPlot, avgPlot, simPlot];

end

E.5 Latex-formatering

E.5.1 1latexTable
function latex = latexTable(input)

1.5);

% An easy to use function that generates a LaTeX table from a given MATLAB
% input struct containing numeric values. The LaTeX code is printed in the

% command window for quick copy&paste and given back as a cell array.

b

% Author: Eli Duenisch

%» Contributor: Pascal E. Fortin

% Date: April 20, 2016

% License: This code is licensed using BSD 2 to maximize your freedom
of using it :)

b

% Copyright (c) 2016, El1i Duenisch
% All rights reserved.

%» Redistribution and use in source and binary forms, with or without
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15 % modification, are permitted provided that the following conditions are

met :

16

17 % * Redistributions of source code must retain the above copyright notice,
this

18 list of conditions and the following disclaimer.

19 %

20 % * Redistributions in binary form must reproduce the above copyright
notice,

2 b this 1list of conditions and the following disclaimer in the
documentation

2 % and/or other materials provided with the distribution.

23 Y

24 ?%%S SOFTWARE IS PROVIDED BY THE COPYRIGHT HOLDERS AND CONTRIBUTORS "AS

25 % AND ANY EXPRESS OR IMPLIED WARRANTIES, INCLUDING, BUT NOT LIMITED TO,
THE

26 % %%%%%%% %%RRANTIES OF MERCHANTABILITY AND FITNESS FOR A PARTICULAR

21 %%i%E%IMED IN NO EVENT SHALL THE COPYRIGHT HOLDER OR CONTRIBUTORS BE

28 % FOR ANY DIRECT, INDIRECT, INCIDENTAL, SPECIAL, EXEMPLARY, OR
CONSEQUENTIAL

20 % DAMAGES (INCLUDING, BUT NOT LIMITED TO, PROCUREMENT OF SUBSTITUTE GOODS
OR
30 % SERVICES; LOSS OF USE, DATA, OR PROFITS; OR BUSINESS INTERRUPTION)

HOWEVER

31 % CAUSED AND ON ANY THEORY OF LIABILITY, WHETHER IN CONTRACT, STRICT
LIABILITY,

32 %%ET%%£ (INCLUDING NEGLIGENCE OR OTHERWISE) ARISING IN ANY WAY OUT OF

33 % OF THIS SOFTWARE, EVEN IF ADVISED OF THE POSSIBILITY OF SUCH DAMAGE.

34 h

35

36 % Input:

37 % input struct containing your data and optional fields (details
described below)

38

39 % Output:

40 7% latex cell array containing LaTex code

a

42 % Example and explanation of the input struct fields:

a3

44 % % numeric values you want to tabulate:

45 % % this field has to be a matrix or MATLAB table datatype
46 % % missing values have to be NalN

47 % % in this example we use an array

48 7% input.data = [1.12345 2.12345 3.12345;

19 4.12345 5.12345 6.12345;

50 o 7.12345 NaN 9.12345; ..

51 10.12345 11.12345 12 12345]

52

53 % % Optional fields (if not set default values will be used):

54 o

55 % % Set the position of the table in the LaTex document using h, t, p, b, H
or !

56 /% input.tablePositioning = ’h’;

57

58 % % Set column labels (use empty string for no label):
59 % input.tableColLabels = {’coll’,’col2’,’col3’};
60 % % Set row labels (use empty string for no label):

61 /% input.tableRowLabels = {’rowl’,’row2’,’’,’rowd’};

62

63 % % Switch transposing/pivoting your table:

64 7/ input.transposeTable = 0;

65

66 % % Determine whether input.dataFormat is applied column or row based:
67 % input.dataFormatMode = ’column’; % use ’column’ or ’row’. if not set °’

column’ is wused

41



68
69
70
71
72

73

74

75
76
7

78

79
80

81
82
83

84
85
86
87
88
89
90
91
92
93
94
95
96
97
98
99
100
101

102
103
104

106
107
108
109

110
111

112
113

114
115
116
117

118
119
120
121
122
123
124

Augustsson, Sandén, Selldén, Zetterberg E. MATLAB-kod

b

% % Formatting-string to set the precision of the table values:

% % For using different formats in different rows use a cell array like

% % {myFormatStringl ,numberOfValuesl ,myFormatString2 ,number0fValues2, ... }

% % where myFormatString_ are formatting-strings and numberOfValues_ are
the

% % number of table columns or rows that the preceding formatting-string
applies.

% % Please make sure the sum of numberOfValues_ matches the number of

columns or
% % rows in input.tableData!

b

% % input.dataFormat = {’%.3f’}; % uses three digit precision floating
point for all data values

% input.dataFormat = {°%.3f°,2,°%.1f’,1}; % three digits precision for
first two columns, one digit for the last

% % Define how NaN values in input.tableData should be printed in the LaTex
table:
% input.dataNanString = ’-7;

% % Column alignment in Latex table (’l’=left-justified, ’c’=centered,’r’=
right-justified):
% input.tableColumnAlignment = ’c’;

% % Switch table borders on/off:
% input.tableBorders = 1;

% % Switch table booktabs on/off:
% input.booktabs = 1;

% % LaTex table caption:
% input.tableCaption = ’MyTableCaption’;

% % LaTex table label:
% input.tableLabel = ’MyTablelabel ’;

% % Switch to generate a complete LaTex document or just a table:
% input.makeCompleteLatexDocument = 1;

% % % Now call the function to generate LaTex code:

% latex = latexTable (input);

Tttt hhhhhhhhhhh Default settings hhhhhhhhhhhhhhhhhhhhhhhhhhhhshhh

% These settings are used if the corresponding optional inputs are not
given.

% Placement of the table in LaTex document

if isfield(input,’tablePlacement’) && (length(input.tablePlacement) >0)
input.tablePlacement = [’[’,input.tablePlacement,’]’];

else
input.tablePlacement = ’’;

end

% Pivoting of the input data switched off per default:

if ~isfield(input,’transposeTable’),input.transposeTable = 0;end

% Default mode for applying input.tableDataFormat:

if ~isfie1d(input,’dataFormatMode’),input.dataFormatMode = ’column’;end

% Sets the default display format of numeric values in the LaTeX table to

*h AL

% (4 digits floating point precision).

if ~isfield(input,’dataFormat’),input.dataFormat = {’7.4f’};end

% Define what should happen with NaN values in input.tableData:

if ~isfield(input,’dataNanString’),input.dataNanString = ’-’;end

% Specify the alignment of the columns:

% ’1’ for left-justified, ’c’ for centered, ’r’ for right-justified

if ~isfield(input,’tableColumnAlignment’),input.tableColumnAlignment = ’c’;
end
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125 % Specify whether the table has borders:

126 % O for no borders, 1 for borders

127 if ~isfield(input,’tableBorders’),input.tableBorders = 1;end

128 % Specify whether to use booktabs formatting or regular table formatting:
120 if ~isfield(input,’booktabs’)

130 input.booktabs = 0;

131 else

132 if input.booktabs

133 input.tableBorders = O0;

134 end

135 end

136 % Other optional fields:

137 if ~isfield(input,’tableCaption’),input.tableCaption = ’MyTableCaption’;end

138 if ~isfield(input,’tablelLabel’),input.tablelabel = ’MyTablelLabel’;end

139 if ~isfield(input,’makeCompletelatexDocument’),input.
makeCompletelLatexDocument = 0;end

140 if ~isfield(input, ’matrix’)

141 input.matrix = 0;

142 else

143 if input.matrix

144 input.tableBorders = 0;

145 end

d
gz o e o T T o T T T o o T T o o o e
149 % process table datatype

150 if isa(input.data,’table’)

151 if (~isempty (input.data.Properties.RowNames))

152 input.tableRowlLabels = input.data.Properties.RowNames’;
153 end

154 if (~isempty (input.data.Properties.VariableNames))

155 input.tableColLabels = input.data.Properties.VariableNames’;
156 end

157 input.data = table2array (input.data);

158 end

159

160 % get size of data

161 numberDataRows = size(input.data,1);

162 numberDataCols = size(input.data,2);

163
164 7/ obtain cell array for the table data and labels

165 colLabelsExist = isfield(input,’tableCollabels’);

166 rowLabelsExist = isfield(input,’tableRowlLabels’);

167 cellSize = [numberDataRows+colLabelsExist ,numberDataCols+rowlLabelsExist];
168 C = cell(cellSize);

160 C(l+collLabelsExist:end,l+rowLabelsExist:end) = num2cell (input.data);

170 if rowLabelsExist

171 C(1+colLabe1sEXist:end,1)=input.tableRowLabels’;
172 end

173 1f colLabelsExist

174 C(l,1+rowLabelsExist:end)=input.tableCollLabels;
175 end

176
177 % obtain cell array for the format

178 lengthDataFormat = length(input.dataFormat);
179 if lengthDataFormat==

180 tmp = repmat (input.dataFormat (1) ,numberDataRows ,numberDataCols) ;

181 else

182 dataFormatList={};

183 for i=1:2:1lengthDataFormat

184 dataFormatList (end+1:end+input.dataFormat{i+1},1) = repmat (input.
dataFormat (i) ,input.dataFormat{i+1},1);

185 end

186 if strcmp (input.dataFormatMode ,’column’)

187 tmp = repmat(dataFormatList ’,numberDataRows ,1);

188 end

189 if strcmp(input.dataFormatMode, ’row’)

190 tmp = repmat(dataFormatList,l,numberDataCols);

191 end

192 end

193 if ~isequal(size(tmp),size(input.data))
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error ([’Please check your values in input.dataFormat:
’The sum of the numbers of fields must match the number of columns
rows ’.
’ (depending on input.dataFormatMode)!’1);

end
dataFormatArray = cell(cellSize);
dataFormatArray (1+collabelsExist:end,l+rowlLabelsExist:end) = tmp;

% transpose table (if this switched on)
if input.transposeTable

C =2C’;

dataFormatArray = dataFormatArray'’
end

% make table header lines:
if ~input.matrix
hlLine = ’\hline’;
if input.tableBorders
header = [’\begin{tabular}’,’{|’,repmat ([input.tableColumnAlignment
,717]1,1,8ize(C,2)),7}3°1;
else
header = [’\begin{tabular}’,’{’,repmat (input.tableColumnAlignment

,1,size(C,2)),°}°1;
end
latex = {header};

% generate table
if input.booktabs
latex(end+1) = {’\toprule’};
end
else
latex = {’\begin{pmatrixl}’};
end
for i=1:size(C,1)
if i==2 && input.booktabs
latex(end+1) = {’\midrule’};

end

if input.tableBorders
latex(end+1) = {hLine};

end

rowStr = 7’

for j=1: s1ze(C 2)
dataValue = C{i,j};
if iscell(dataValue)
dataValue = dataValueq{:};

elseif isnan(dataValue)
dataValue = input.dataNanString;

elseif isnumeric(dataValue)
dataValue = num2str (dataValue,dataFormatArray{i,jl});

end
if j==
rowStr = dataValue;
else
rowStr = [rowStr,’ & ’,dataValuel;
end
end
latex(end+1) = {[rowStr,’ \\’1};

end
if ~input .matrix
if input.booktabs
latex(end+1) = {’\bottomrule’};
end
7% make footer lines for table:
tableFooter = {’\end{tabular}’};
if input.tableBorders

latex = [latex {hLine} tableFooter];
else
latex = [latex tableFooter];

else
tableFooter = {’\end{pmatrix}’};

latex = [latex tableFooter];
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end

% add code if a complete latex document should be created:
if input.makeCompletelatexDocument
% document header
latexHeader = {’\documentclass [adpaper ,10pt]l{articlel}’};
if input.booktabs
latexHeader (end+1) = {’\usepackage{booktabs}’};
end
latexHeader (end+1) = {’\begin{document}’};
% document footer
latexFooter = {’\end{document}’};
latex = [latexHeader ’;latex;latexFooter];
end
% print latex code to console:
disp(char (latex));

end

E.5.2 savelLatexFile

function savelLatexFile(latexCode, fileName)
%SAVELATEXFILE Saves code from latexTable into fileName
fid=fopen(fileName, ’w’);

[nrows ,ncols] = size(latexCode) ;
for row = 1l:nrows
fprintf (fid,’%s\n’,latexCode{row,:1});
end
fclose(fid) ;
fprintf ("\n... your LaTex code has been saved as ’" + fileName + "’ in your

working directory\n");

end

E.6 Huvudprogram

E.6.1 estimate_model_average
function estimate_model_average (Model, data, initParams, initODEsolver)
%“ESTIMATE_MODEL_AVERAGE Estimate the model given data and present and save
hresults.
measuredName = ’Suc2’;
% Optimize parameters
[optParams, ~, optParamTable, invHessian] = optimize_model_params_average

Model, initParams, data, measuredName, initODEsolver);

% Plot the optimal solution of the model

[simy, simReac] = simulate_model (Model, optParams, measuredName, data);
figure (1)

visualize_editable_model (Model, optParams, measuredName, data)

title (func2str (Model)) ;

% Make plot to save
averagePlot = figure(2);

modelPlots = visualize_model (simy, data, gca);
1egend(mode1Plots, {’Individual cells’, ’Population average’, ’Simulated
value’}, ’Location’, ’northeast’)

averagePlot .Position = [400, 300, 600, 400];

% Save plot
filename = func2str(Model) + " _param_opt";
saveas (averagePlot, "Slutrapport/img/" + filename,’epsc’)

% Save optimal parameters
latexOptParams.data = optParamTable;
savelatexFile(latexTable (latexOptParams),
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29 "Slutrapport/var/" + filename + ".tex")

30

31 % Save initial parameters

32 filename = func2str (Model) + " _param_init";

33 initParamTable = array2table(initParams, .

34 ’VariableNames’, optParamTable.Properties.VariableNames) ;

35 latexInitParams.data = initParamTable;

36 savelLatexFile(latexTable(latexInitParams),

37 "Slutrapport/var/" + filename + ".tex")

38

39 % Save inverted hessian

40 filename = func2str(Model) + " _inv_hessian";

11 latexInvHessian.data = invHessian;

42 latexInvHessian.matrix = 1;

43 latexInvHessian.dataFormat = {’%.3g’};

44 savelLatexFile(latexTable(latexInvHessian),

45 "Slutrapport/var/" + filename + ".tex")

46

47 % Plot and save the other reactants over time

48 for reactantCell = simReac.Properties.VariableNames

49 reactant = reactantCell{1};

50 if ~ strcmp(reactant, ’Suc2’)

51 reacPlot = figure(6);

52 plot(gca, simReac.(reactant));

53

54 xlabel ("Time (5 min)", ’Interpreter’, ’latex’);

55 ylabel ("Simulated reactant value", ’Interpreter’, ’latex’);

56

57 % Save plot

58 filename = func2str(Model) + " _param_opt_" + reactant;

59 saveas (reacPlot, "Slutrapport/img/" + filename, ’epsc’)

60 end

61 end

63 7/ Generate residuals

64 fluorescenceValues = plotable_fluorescence(data) ;

65 fluorescenceAverage = mean(fluorescenceValues, 2);

66y = fluorescenceAverage;

67

68 % Standardized residuals

69 € = y - simy;

70 e2 = e .~ ;

n numDataPoints = numel (e);

73 sse = sum(e?2);

74 p = numel (optParams); 7% SI-parameters in the model. this ex;
HillmodelReducedLight

75 s2 = sse / (numDataPoints - p); 7% estimate of the variance of residuals

76 s = sqrt(s2);
7

78 es = e / s;
79
g0 % Plot residuals against time.

s1 residualPlot = figure(3);

82 t = 0:(numDataPoints-1); % (1 time unit corresponds to 5 minutes)
s3 plot(t, es, ’.’), grid on

sa xlabel(’t (min)’), ylabel(’residualer r_i’)

85 title("Residualer mot tid (" + func2str (Model) + ")")

s6 filename = func2str (Model) + " _res";

s7 saveas(residualPlot, "Slutrapport/img/" + filename,’epsc’)
88

89 % Plot residuals against yhat

90 figure (4)

91 plot(simy,es,’.’), grid on

92 xlabel(’yhat’), ylabel(’residualer r_i’)

93 title(’Residualer mot yhat’)
94

95 % Histogram of residuals

96 figure (5)

97 histogram(es, numDataPoints)
98

99 % Plot qgq-plot
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qqPlot = figure (6);

h = qqplot(es);

grid on

filename = func2str (Model) + "_qq";

saveas (qqPlot, "Slutrapport/img/" + filename,’epsc’)

% Calculate correlation coefficient from QQ-plot
hfigure (6)
X

= h.XData;
Y = h.YData;
r = corrcoef(X,Y);
end

E.6.2 main

7% Load data
dataName = ’Suc2_0d1Glc_outlierbyhand.mat’;

datastruct = load(dataName) ;
data = datastruct.Suc2_0d1Glc;

%% Model O

initParamsO = [1,... k1
1 .. k2

estimate_model_average (@ModelO, data, initParamsO,

%% Model 1

initParamsl = [0.5,... MigilpO
k1

o k2

Ll el el k)

>

estimate_model_average (@Modell, data, initParamsil,
%% Hill Model Reduced Light

initParamsXl = [10,... Vmax
1,... Kmig
1,... k1
1, k2
1, k3
1, k4
1 k5
]

@ode4d5) ;

@odelb5s);

estimate_model_avérage(@XModelReducedLight, data, initParamsXl, Qode45);

%% Hill Model Reduced Heavy

initParamsXh = [1,... Vmax
1,... Kmig
1,... k2
1 ... k4
1;

estimate_model_average(@XModelReducedHeavy, data,

47

initParamsXh,

@ode4d5) ;
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